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Zusammenfassung

Statistische Verfahren zur Trennung unabhingiger Signale aus Mischungen werden im Rah-
men dieser Diplomarbeit auf ihre Leistungsfihigkeit und praktische Anwendbarkeit anhand
von theoretischen Uberlegungen und numerischen Simulationen untersucht.

Dazu werden Testdaten mit unterschiedlichen statistischen Eigenschaften definiert und in
zahlreichen Experimenten kiinstlich gemischt und wieder getrennt, um die Trennungsgiite
zu beurteilen.

Dariiberhinaus wird eine Erweiterung der Verfahren derart vorgeschlagen, dafl auch bei einer
Anderungen der Mischungsverhiltnisse noch eine Trennung erreicht werden kann. Um aku-
stische Signale aus Aufnahmen in realen Umgebungen zu trennen, wird das Mischungsmodell
auf konvolutive Uberlagerungen verallgemeinert. Anwendungsmaoglichkeiten der Quellentren-
nungsverfahren werden am Beispiel der Objektidentifikation und der Artefaktbereinigung
von biomagnetischen Messungen vorgestellt und diskutiert.

Schlagworter

Statistische Signalanalyse, Signalquellentrennung, Cocktail-Party Problem, Gerduschreduk-
tion, Parameter- und Signalschitzung, adaptive Lernverfahren, uniiberwachte Lernverfahren

Keywords

Blind source separation, cocktail-party problem, Independent Component Analysis, on-line
learning, blind deconvolution, adaptive algorithms, array processing

Abstract

New procedures for blind (unsupervised) signal separation, i.e. algorithms which use stati-
stical characteristics of the signals to achieve the separation, are examined in the context of
this diploma thesis for its efficiency and applicability to practical problems by theoretical
considerations and numerical simulations.

On the one hand, test signals with different statistical characteristics were defined and
in numerous experiments mixed and separated again in order to evaluate the separation
performance.

Furthermore an extension of the methods to handle non-stationary mixtures (changes of the
mixing proportion over time) is theoretically motivated and experimentally confirmed.

In order to separate acoustic signals from recordings in real environments, a generalisation
of the methods on convolutive mixtures using a frequency domain approach is considered.
Possible applications of the source separation algorithms are presented and discussed by the
example of radio frequency identification and artifact reduction of biomagnetic measure-
ments.
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Kapitel 1

Einfithrung

1.1 Quellentrennung und das Cocktail-Party Problem

Quellentrennung ist ein sowohl theoretisch interessantes als auch fiir Anwendungen hochre-
levantes Forschungsgebiet. Die Extraktion unabhingiger Komponenten eines Signals findet
sich nicht nur in priméren sensorischen Arealen des Gehirns, sondern spielt auch fiir die tech-
nische Signalverarbeitung eine zentrale Rolle als Grundprinzip der Vorverarbeitung (Jutten
et al., 1991 [24]; Bell et al., 1995 [7]).

So kommt es in vielen Problemen der Signalverarbeitung vor, dafl das relevante Signal stark
mit Rauschen, mit einem oder sogar mit mehreren anderen Signalen vermischt ist.
Verrauschte oder vermischte Signale lassen sich nur schwierig erkennen und weiterverarbei-
ten, daher sind Algorithmen, die in kontrollierter Weise Signale und Stérung trennen von
grofler Wichtigkeit. Ein bekanntes Beispiel in dem eine Quellenseparation erforderlich ist,
ist das sogenannte “Cocktail-Party-Problem”. Hier ist das menschliche Gehor technischen
Systemen, die akustische Informationen verarbeiten, deutlich iiberlegen. So bereitet es ei-
nem normal hérenden Menschen keine Probleme, sich mit seinem Gegeniiber zu unterhalten
und ihn zu verstehen, auch wenn viele andere Sprecher oder Storgeriusche in unmittelbarer
Umgebung vorhanden sind. Maschinelle Spracherkennungsverfahren, die auf der Segmen-
tation eines abgetasteten Schallsignals und der anschliefenden Zuordnung der Segmente
zu bestimmten Phonemklassen beruhen, funktionieren unter solchen Bedingungen nur sehr
schlecht oder tiberhaupt nicht.

Durch die Verwendung von Quellentrennungsalgorithmen zur Vorverarbeitung kann die Er-
kennungsleistung der Spracherkenner in Umgebungen mit Nebengerduschen deutlich erhéht
werden, wie neueste Studien von Lee [28] und Ehlers [17] ergaben.

In den letzten Jahren hat das Interesse an Verfahren zur Quellentrennung auch in anderen
Bereichen stark zugenommen. Dies zeigt der Zuwachs der Publikationen zu diesem Thema
sehr deutlich.
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1.2 Ubersicht

In Kapitel 2 wird das Quellentrennungsproblem erldutert, und es werden aus
der Literatur bekannte Losungsansitze fiir ein lineares und stationdres Mi-
schungsmodell vorgestellt. Kiinstlich generierte und realistische Datensétze
mit bestimmten statistischen Eigenschaften werden definiert, um anhand von
Computersimulationen die verschiedenen Algorithmen hinsichtlich der Tren-
nungsleistung, Robustheit und Datenabhéngigkeit zu vergleichen.

Im dritten Kapitel wird das Mischungsmodell aus Kapitel 2 auf nichtstationére
Uberlagerungen erweitert. Dazu wird ein modifizierter “on-line” Lernalgorith-
mus vorgeschlagen, der durch eine adaptive Steuerung der Lernrate in der Lage
ist, auch langsame Anderungen der Mischungsverhiltnisse zu verfolgen.

Das vierte Kapitel beschreibt die Probleme, die bei der Trennung akustischer
Signale in realen Umgebungen durch Echos und Hall auftreten und inwieweit
die Quellentrennungsalgorithmen erweitert werden miissen, um auch in solchen
Situationen erfolgreich zu sein.

Mit Hilfe der gewonnenen Erkenntnisse werden in Kapitel 5 potentielle Anwen-
dungen der Quellentrennung im Allgemeinen und an zwei konkreten Beispielen
erldutert.

In Kapitel 6 werden die wichtigsten Ergebnisse noch einmal zusammengefaf}t,
und die Arbeit endet mit einem Ausblick auf ungeléste Probleme der Quellen-
trennung.

Im Anhang werden einige grundlegende Konzepte der mathematischen Be-
handlung stochastischer Signale und Systeme aus der umfangreichen Litera-
tur zusammengestellt, sowie fiir die Quellentrennung wichtige Begriffe aus der
Informationstheorie und der linearen Algebra definiert.



Kapitel 2

Quellentrennung

2.1 Problemdefinition

Wenn sich Signale, die von unabhiingigen physikalischen Prozessen (Quellen) erzeugt wur-
den, iiberlagern und diese Uberlagerungen von einem Sensorenfeld bestehend aus n Sensoren
erfafit werden, dann besteht das Problem der Quellentrennung darin, aus den gemischten
Sensorsignalen die reinen Originalsignale zuriickzugewinnen.

Quelle 1 /

s; (®

X, (1)

Quelle 2
S0 T ——

0000/ o] 00

Abbildung 2.1: Quellentrennungsproblem

Erfolgt die Uberlagerung unverzdgert, z.B. bei elektro-magnetischen Signalquellen im Nah-
feld, dann bestehen die Sensorsignale aus einer Linearkombination der Quellsignale.

zi(t) = Y aysi(t)  1<ij<n (2.1)
j=1
X = AS.

Die Gleichung 2.1 modelliert den Uberlagerungsprozef als eine lineare Transformation
einer Datenmatrix S in eine Datenmatrix X.

Es wird vorausgesetzt, dafl die Quellsignale s;(t) statistisch unabhiingig sind und der Uber-
lagerungsprozef reversibel ist, d.h. die Matrix A vollen Rang hat.
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Um die Originalsignale s(¢) aus den beobachteten Signalen x(¢) zu rekonstruieren, wird also
ein Signal y(¢) und eine Matrix C gesucht, so daf gilt

y(t) = Cx1) (2.2)
= CAs(t) (2.3)
x s(t).

Um dies zu erreichen, muB die Matrix C = A~! bestimmt werden, die gerade die zu A
inverse Matrix ist. Da die Quellen von aufien nicht sichtbar sind (“Blackbox Modell”)!, ist
aber A ebenso wie s(t) leider nicht bekannt (siehe Abbildung 2.2).

|
I Blackbox }
| I

|
|
| L N\ 1
| -
s A x(0 A 0
|

F———

|

|
|

|
|

|
| I
| Quellsignale Mischungsmatrix } Mischsignale Entmischungsmatrix getrennte Signale
|

Abbildung 2.2: Signalfluf$ bei Quellentrennungsproblemen

Es ist daher das Ziel, aus den n Sensorsignalen die statistisch unabhingigen Quellsignale zu
extrahieren, ohne die dem UberlagerungsprozeB zugrundeliegenden Transformation oder die
Quellsignale zu kennen.

Eine Vereinfachung dieses Problems liegt vor, wenn der Aufbau und alle Eigenschaften des
Sensorfeldes (Abb. 2.1) bekannt sind. Dann reduziert sich das Quellentrennungsproblem auf
das Richtungsschétzungsproblem (in der Literatur als direction of arrival (DOA) Problem
beschrieben [30]). Dabei werden aus den Laufzeitunterschieden der Signale die Richtun-
gen aus denen sie auf das Antennenfeld treffen geschiitzt, um dann die Richtcharakteristik
der Sensoren entsprechend anzupassen und nur Signale aus der gewiinschten Richtung zu
verstérken.

Ein weiteres, der Quellentrennung sehr #hnliches Problem, stellt das “Matched Filter” Pro-
blem dar. Dort nimmt man an, daf3 zumindest ein Teil der Originalsignale bekannt ist und
als Trainingssequenz verwendet werden kann.

In der vorliegenden Arbeit untersuche ich jedoch das allgemeinere Problem, bei unbekann-
ter Charakteristik des Sensorfeldes nur aus den Mefidaten, uniiberwacht (d.h. ohne Trai-
ningssequenz) die Originalsignale und die sogenannte Entmischungsmatrix C zu ermitteln.

I'Daher wurde in der Literatur der Begriff Blind Source Separation geprigt.
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Beispiel 1. Vier unabhingige Signale (Quellen) diberlagern sich linear und unverzdgert.
Mit einem Sensorfeld aus vier Sensoren werden vier Mischsignale mit je 1000 Abtastungen
gemessen. Daraus werden die vier unbekannten Originalsignale rekonstruiert.

Quellsignale

1
OU_U_U_U_U
-1

Mischsignale Getrennte Signale
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Abbildung 2.3: Ein Beispiel fiir die Quellentrennung von 4 unabhingigen Signalen

In Abbildung 2.3 ist gut zu erkennen, daf§ der Zeitverlauf (Waveform) der getrennten Signa-
le dem der Originalsignale entspricht. Allerdings stimmt die Amplitudenstirke (Skalierung)
und die Reihenfolge (Nummerierung) der Signale nicht iberein. Dies ist fiir die Quellentren-
nung kein grofler Nachteil, da die relevanten Informationen eines Signals in der Waveform
kodiert sind.

Der folgende Abschnitt zeigt, wie statistische Figenschaften der Signale zur Quellentrennung
benutzt werden konnen.

2.2 Verschiedene Losungsansitze
Bei der Quellentrennung werden die Signale als Realisierungen von Zufallsprozessen betrach-

tet. Obwohl die Details der Signale unbekannt sind, kénnen bestimmte Eigenschaften des
Zufallsprozesses vorausgesetzt werden.
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Die Hauptannahme bei der Losung des Quellentrennungsproblems ist die Forderung der
statistischen Unabhingigkeit der Quellensignale. Dies ist eine sehr plausible Annah-
me, wenn man davon ausgehen kann, dafl die Signale von unterschiedlichen, unabhéngigen
physikalischen Prozessen erzeugt wurden.

Betrachtet man die Signale als Komponenten eines multinomialen Zufallsprozesses, dann
gilt bei statistischer Unabhéngigkeit fiir dessen Wahrscheinlichkeitsdichte:

p(s) = HPi(Si)- (2.5)

Die gemeinsame Verteilungsdichte p(s) ist also gleich dem Produkt der Randverteilungs-
dichten pl(sl)

Fiir eine numerische Berechnung ist diese Darstellung ungeeignet. Deshalb miissen verein-
fachte Tests auf statistische Unabhingigkeit gefunden werden.

Konkret muf} eine Funktion gefunden werden, die die statistische Abhiingigkeit mef3bar
macht. Diese Funktion soll fiir Wahrscheinlichkeitsverteilungen definiert sein, und sie soll
einen Abstand der Verteilung der Ausgabesignale y von der hypothetischen Verteilung der
Quellsignale berechnen. Eine solche Funktion wird Kontrastfunktion genannt.

Da aber die Verteilung der Quellsignale meist nicht bekannt ist, muf} sie approximiert wer-
den. Oft geniigt es, nur gewisse Eigenschaften der Verteilung, z.B. Momente, zu betrachten.
Die verschiedenen Losungsansétze unterscheiden sich hauptséchlich in der Wahl dieser Ei-
genschaften und damit der Kontrastfunktion. Entscheidend ist: Die Kontrastfunktion muf}
genau fiir statistisch unabhéngige Signale minimal werden. Einige in Frage kommende Kon-
trastfunktionen sind:

e Korrelationen (Momente zweiter Ordnung)
e Momente hoherer Ordung

e Kumulanten vierter Ordnung

e Transinformation bzw. Entropie

Jede dieser Kontrastfunktionen fiihrt auf einen etwas anderen Algorithmus fiir die Errei-
chung der Quellentrennung. In jedem Fall wird aus dem funktionalen Zusammenhang zwi-
schen den beobachteten Signalen x(t) und den gesuchten Signalen y(t) ein Gleichungssystem
aufgestellt:

y(t) = Cx(t) = CAs(t), (2.6)

mit dem Ziel, die Matrix C so zu bestimmen, daf§ die Kontrastfunktion [(y(¢)) minimal
wird, also y(t) = APs(t) x s.

Um dieses Optimierungsproblem zu lésen, gibt es zwei generelle numerische Vorgehenswei-
sen:

e explizite Losung eines Eigenwertproblems
o iterative Losung mittels Gradientenabstiegsverfahren

Die hier betrachteten Algorithmen zur Quellentrennung unterscheiden sich also durch die
Wahl der Kontrastfunktion und durch die Art der Minimierung dieser Funktion.
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Ein erster Schritt bei der Lésung des Quellentrennungsproblems ist die Beseitigung der li-
nearen Korrelationen zwischen den Signalen. Eine solche Transformation kann bestimmt
werden, indem aus einer Schétzung der empirischen Korrelationsmatrix S die folgende Ma-
trix gebildet wird: W = %=% . Diese Transformation W wird als whitening Matrix bezeichnet.
Die mittels W transformierte Datenmatrix Z,

Z = WX = WAS, (2.7)
enthilt dann linear unkorrelierte Zeilen und fiir ihre Korrelationsmatrix gilt:
S =E{zz"} =1

Ein mehrdimensionaler Proze mit dieser Eigenschaft wird als rdumlich unkorreliert® be-
zeichnet. Diese Transformation ist ein wichtiges Werkzeug in vielen Disziplinen und hat
daher viele Bezeichnungen, z.B. Hauptachsentransformation, Karhunen—Loeve Transforma-
tion, Hauptkomponententransformation3 usw.

L

beobachtete
Datenverteilung

dekorrelierte
Datenverteilung

v

Abbildung 2.4: Hauptkomponententransformation einer 2-dimensionalen Verteilung x in die un-
korrelierte Verteilung z .

Obwohl die Dekorrelation eine notwendige Voraussetzung ist, reicht sie fiir eine Trennung der
Signale nicht aus, weil jede rotationstransformatierte Version der z ebenfalls die Bedingung
E{zz"} =1 erfiillt und noch keine statistische Unabhiingigkeit erzwungen wurde.

Aus der Gleichung 2.8 wird deutlich, dafl der nach dem whitening noch verbleibende Faktor
Q des Produktes A = W~'Q eine orthogonale Matrix sein muf.

I=E{zz"} = WAE{ss"}ATWT = (WA) WA)" (2.8)

Damit wurde die Ermittlung der Mischungsmatrix A auf die Bestimmung einer orthogona-

len Matrix Q reduziert. Das ist vorteilhaft, weil orthogonale Matrizen giinstige numerische
Eigenschaften haben und weil sich so die Minimierung bestimmter Kontrastfunktionen auf
eine Eigenwertzerlegung zuriickfiihren 148t.

2.2.1 Korrelationsbasierte Verfahren

Unter gewissen Voraussetzungen ist es hinreichend, nur Statistiken zweiter Ordnung, d.h.
Auto- bzw. Kreuzkorrelationen, als Kontrastfunktion fiir die Quellentrennung zu benutzen.

2engl. spatially white
3engl. Principal Component Analysis (PCA)
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Dies ist von grofler Bedeutung fiir den praktischen Einsatz der Signaltrennung, da im Gegen-
satz zu Verfahren, bei denen Statistiken hoherer Ordnung aus den Daten geschéitzt werden
miissen, Korrelationen einfacher und zuverlissiger berechnet werden kénnen.

EIGSEP (Molgedey und Schuster)

Ein von Molgedey und Schuster [36] vorgeschlagener Algorithmus zeigt, daf die Bestimmung
der Mischungsmatrix mittels simultaner Diagonalisierung zeitversetzter Korrelationsma-
trizen moglich ist. Betrachtet man das Problem der Quellentrennung als lineare Transfor-
mation einer Datenmatrix S in eine andere Datenmatrix X

X = AS, (2.9)

wobei A eine n xn Matrix ist, so kann man sich fragen, welche Auswirkung diese Transforma-
tion auf die Korrelationsmatrix ¥ 5) von S hat. Aufgrund der Voraussetzung der statistischen
Unabhéngigkeit gilt:

51,51 (0) 0
0 Ps s, (0)

Die Korrelationsmatrix der Quellsignale ist eine Diagonalmatrix mit den Werten der Au-
tokorrelation auf der Hauptdiagonalen. Eine einfache Rechnung zeigt, dafl dann fiir die
Korrelationsmatrix von X (unter der Annahme mittelwertfreier Signale) folgendes gelten
muf:

Sx = BE{xx"} (2.10)
= E{(As)(As)T} (2.11)
= AE{ss’}AT (2.12)
= Ax AT (2.13)

Die Korrelationsmatrix von X ist eine diagonalidhnliche Matrix. Dies gilt (bei quasi-stationéren
Signalen) ebenso fiir die sogenannte zeitversetzte Korrelationsmatrix X, (x) = E{x(t)x" (t +

)}

A1 E(x) A T = E(S) =N\

AT'S AT = S =A (2.14)
Die Matrix A ist also genau dadurch bestimmt, dafl durch sie sowohl ¥4 als auch X ()
diagonalisiert werden. Eine lineare Transformation, die zwei symmetrische Matrizen simul-

tan in Diagonalform bringt, kann durch die Losung eines allgemeinen Eigenwertproblems
bestimmt werden. Dies zeigt der folgende Satz:

Satz 1 (simultane Diagonalisierung). Gegeben zwei symmetrische Matrizen ¥y und o,
dann ezistiert eine Transformation A, so daf

AT AT = T und
AT, AT = A,
wobei 1 die Einheitsmatriz und A eine Diagonalmatriz ist.

Die Matrix A ist die Eigenvektormatrix des Matrixproduktes X937 ! und kann daher durch
die Losung des Eigenwertproblems (2257 ')A = AA bestimmt werden.
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Das Quellentrennungsproblem kann nun durch eine Eigenwertzerlegung des Produktes der
Korrelationsmatrizen der Mefidaten geltst werden:

(Br0Z5)A = AA

Die Entmischungsmatrix C erhélt man bei diesem Verfahren aus der Inversen der geschétzten
Mischungsmatrix: C = A=! .

Entscheidend fiir das Gelingen der Quellentrennung auf dieser Basis ist, dal die Signale
eine zeitliche Struktur und unterschiedliche Frequenzspektren haben. Anderenfalls liefert
die Matrix X, (x) keine zusétzlichen Informationen, d.h. die Eigenvektoren von (ET(X)E(;l))
sind degeneriert.

Aus dem gleichen Grund hat auch die Wahl des Verschiebungsindex 7 Einflul auf die Losung
des Quellentrennungsproblems. Er muf} so gewéihlt werden, dafl die Matrix X, () nicht iden-
tisch mit der Matrix ¥ () ist. Leider ist diese Bedingung nur notwendig, aber nicht hinrei-
chend. Es wire hinreichend, 7 so zu wihlen, dafl die Korrelationsmatrix der Quellsignale
¥+ (s) eine Diagonalmatrix und nicht identisch mit der Matrix ¥(s) ist. Da aber s und X
im allgemeinen nicht bekannt sind, muf} in jeder praktischen Anwendungen anhand von a
priori Wissen iiber die Quellen ein giinstiges 7 gew&hlt werden.

Die Losung des allgemeinen Eigenwertproblems fiir symmetrische Matrizen kann mit Stan-
dardalgorithmen der linearen Algebra (Golub & van Loan [19]) gefunden werden.

Es ist aber auch moglich, eine Lernregel fiir ein kiinstliches neuronales Netz aus der Idee der
simultanen Diagonalisierung der Korrelationsmatrizen [45] abzuleiten.

Zu diesem Zweck wird aus der Summe der Quadrate der Nichtdiagonalelemente der Kor-
relationsmatrizen der Ausgabesignale y(t) = Wx(t) eine Kostenfunktion (Kontrastfunktion)
gebildet:

Hwij) = Z(yi(t)yj(t))2 + (yi(t)y;(t+71))% (2.15)

i#]
Das Ziel, die Gewichtsmatrix W so zu bestimmen, daf3 diese Funktion minimal wird, kann
mit einem Gradientenabstiegsverfahren verwirklicht werden (vgl. Kapitel 3).
Durch Differentiation der Kostenfunktion nach den Elementen w;; der gesuchten Matrix
ergibt sich die Lernregel:
dwij

= (w00 0) O (0)
Ot =) Oyt - ), Vid (216)

Wird diese Lernregel zum “Update” der Gewichtsmatrix des neuronalen Netzes 2.5 verwen-
det, dann werden die Gewichte solange verdndert, bis die Ausgabesignale des Netzes die
Kostenfunktion 2.15 minimieren, also zum Zeitpunkt 0 und 7 unkorreliert sind.

Dieses Gradientenverfahren bietet gegeniiber der expliziten Lésung den Vorteil der An-
passungsfihigkeit an verinderte Umweltbedingungen, in diesem Fall an die zeitliche Ver-
dnderung der Mischungsverhéltnisse der Signale. Voraussetzung dafiir ist, dafl das kiinstliche
neuronale Netz in einem “on-line” Modus betrieben wird. Dieses auch “life-long learning” ge-
nannte Verfahren wird immer dann eingesetzt, wenn stindig neue Daten verarbeitet werden
miissen und anzunehmen ist, dafl sich die Mischung mit der Zeit verdndert. Eine Schwie-
rigkeit besteht darin, zu entscheiden, wie stark der Einflufl der neuen Daten gegeniiber den
schon gelernten Daten sein soll.

Das Kapitel 3 geht ausfiihrlich darauf ein, wie diese Probleme bei der Konstruktion eines
adaptiven “on-line” Verfahrens gelost werden kénnen.
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TDSEP

Die Bestimmung der Mischungsmatrix aus der simultanen Diagonalisierung zweier Korre-
lationsmatrizen kann mifllingen, wenn keine stabile Schitzung fiir die Korrelationsmatrix
Y (x) gefunden werden kann oder der Verschiebungsindex 7 nicht richtig gewéhlt wurde.
Dies kann deutlich verbessert werden, indem nicht nur zwei, sondern mehrere Korrelati-
onsmatrizen simultan diagonalisiert werden, beispielsweise durch folgende Erweiterung der
Kostenfunktion 2.15 auf Seite 9:

N

Uwig) =Y (wi®)y; (D) + D> (ya()y; (¢ + 7)) (2.17)

i#j k=1 i#j

Diese Kostenfunktion kénnte wieder mittels Gradientenverfahren minimiert werden. Es ist
aber numerisch effizienter, ein anderes Verfahren zu verwenden. Dazu betrachtet man die
Korrelationsmatrizen ¥, (,) der dekorrelierten Mefisignale z fiir 7 = 1... N. Fiir diese gilt:

Q_l E7'(z) Q_T = E‘r(s) = A‘r (218)
QT E'r(z) Q = E‘r(s) =A; VT (219)

Die orthogonale Matrix Q diagonalisiert somit sdmtliche Korrelationsmatrizen und kann mit
einem Jakobiverfahren [8] bestimmt werden.

Der TDSEP-Algorithmus ist also eine direkte Erweiterung des EIGSEP-Algorithmus durch
die Verwendung der simultanen Diagonalisierung einer Menge von N Korrelationsmatrizen.

2.2.2 “Higher Order” — Verfahren

Eine andere Moglichkeit die fehlende Rotation Q zu bestimmen, ist die Beriicksichtigung
von Statistiken hoherer Ordnung. Das ist besonders dann notwendig, wenn Statistiken zwei-
ter Ordnung nicht mehr hinreichend fiir die Losung des Quellentrennungsproblems sind,
z.B. weil die Daten keine Zeitstruktur haben, d.h. die Autokorrelationsfunktion nur zum
Verschiebungszeitpunkt 7 = 0 ungleich Null ist.

Ein Nachteil, aber auch ein Vorteil dieser Verfahren resultiert aus der Tatsache, daf3 bei
GaufBschen Signalen die htheren Momente (grofier zwei) verschwinden.

Vorteile ergeben sich immer dann, wenn die gemessenen Signale zwar durch additives Gauf3-
sches Rauschen gestort sind, die gesuchten Originalsignale jedoch eine nicht Gaufische Vertei-
lung aufweisen. Nachteilig wirkt es sich aus, wenn die Quellsignale eine Gaufische Verteilung
haben und somit die Momente héherer Ordnung nicht zur Signaltrennung beitragen kénnen.
Deshalb wird im folgenden stets vorausgesetzt, da3 die Wahrscheinlichkeitsverteilung der
Quellen keine GauB3—Verteilung ist. Fiir viele anwendungsrelevante Signale, wie z.B. Sprach-
daten, Radarsignale oder EKG-Signale, ist diese Annahme zutreffend.

JADE (Cardoso)

Ein Verfahren, dafl dhnlich wie der EIGSEP—-Algorithmus Eigenwertzerlegungen zur Losung
des Quellentrennungsproblems benutzt, aber Statistiken héherer Ordnung ausnutzt, ist der
JADE (Joint Approximate Diagonalization of Eigen-matrices) Algorithmus, der von Cardoso
(Cardoso und Belrouchani, 1994 [9]) vorgeschlagen wurde. Dieser Algorithmus ist auch fiir
komplexwertige Signale (x € C) definiert.

Statt auf der Beseitigung der zeitversetzten Kreuzkorrelationen, beruht dieser Algorithmus
auf der gleichzeitigen Minimierung aller Kreuzkumulanten 4. Ordnung. Kumulanten sind
laut Definition nichtlineare Kombinationen der Momente 2. und 4. Ordnung.
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cum(Ti, Tj, T, T1) = Wikl — Hij — Kkl — Hil (2.20)

Es wird zun#chst wieder eine “whitening” Transformation YV angewendet, um die Kreuz-
korrelationen zu minimieren:

2(t) = Wx(t) = Us(t). (2.21)

Damit wird die Mischungsmatrix A auf eine unitire Matrix U reduziert, d.h. der Vektor z
ist eine unitire Mischung der unabhingigen Quellsignale s.
Fiir statistisch unabhéngige Signale gilt die Eigenschaft :

cum(s;, sj, Sk, s1) = 0 Vi, j, k, 1. (2.22)
Deshalb hat die Kumulantenmatrix X, der dekorrelierten Mefsignale die Form:
K = E{(z"z)(zz")} = UK U", (2.23)

wobei s eine Diagonalmatrix ist, die aus den Kumulanten der statistisch unabhingigen
Quellsignale besteht und U eine unitire Matrix ist.

In dieser Darstellung der Kumulantenmatrix kann U aus einer Eigenwertzerlegung der Ma-
trix k() bestimmt werden, und die Mischungsmatrix A ergibt sich dann aus dem Produkt

w-lu.

Informationstheoretischer Ansatz (INFOMAX)

Dieser Ansatz geht auf Arbeiten von Jutten und Herault (1991) zuriick und war Ausgangs-
punkt fiir viele weitere Forschungsaktivitdten auf diesem Gebiet.

Jutten und Herault verwendeten erstmalig ein kiinstliches neuronales Netz zur Losung des
Quellentrennungsproblems und nannten ihren Ansatz “neuromimetic approach” [24]. Sie
implementierten das System in Form eines riickgekoppelten Netzes (siehe Abbildung 2.5).

Abbildung 2.5: 2 x 2 Jutten-Herault Netzwerk

Die Dynamik dieses Systems 148t sich durch die folgende Gleichung beschreiben

yi(t + 1) = Cﬂl(t) — Z Cijyj(t) 1 S ’L,] S N (224)
i#]
y(t) = x(t)-Cy(t) (2.25)
y(it) = I+C) ' x(t) (2.26)
w
y(t) = Wx(t) = WAs(t) = APs(?) (2.27)
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Um nun die Entmischungsmatrix W zu finden, mufl der Gradient der Fehlerfunktion /(y(t))
beziiglich der Gewichte w;; berechnet werden.

Bisher wurden als Kontrastfunktion ! die Kreuzkorrelation und die Kreuzkummulanten
4. Ordnung benutzt und die Minimierung des Kontrasts wurde auf ein Eigenwertproblem
zuriickgefiihrt.

Im folgenden soll der informationstheoretisch motivierte Ansatz, der von Amari et al. [4]
vorgeschlagen wurde, zur Herleitung einer Lernregel fiir ein neuronales Netzt dienen.

Die Hauptidee dieses Ansatzes besteht darin, die Transinformation zwischen den Ausga-
besignale zu minimieren, denn diese wird durch die Mischung der Signale stets grofier. Die
Transinformation ist durch die Kullback—Leibler Divergenz (Pseudo-Abstandsmaf fiir Wahr-
scheinlichkeitsverteilungen) der gemeinsamen Verteilung und dem Produkt der Randvertei-
lungen der Signale definiert. Ausgehend von der Annahme der statistischen Unabhingigkeit
der Quellen gilt fiir die Transinformation

p(y)
I(y, W) = K(p(y), pi(y =/py10gn7dy- 2.28
(y, W) = K(p(y), pi(yi)) (¥) T o) (2.28)

Es besteht folgender Zusammenhang mit der Entropie der Signale:
I(y,W) = —H(y)+ Y H(y), (2.29)

i=1
mit

H(y) = - / p(y)log p(y)dy (2.30)
H) = = [ plon) losp(u)dy: (231)

Das Ziel ist nun, ein W zu finden, so dafl I(y, W) minimal wird. Wenn die Signale un-
abhéngig sind, so gilt fiir ihre Verbundverteilungsdichtefunktion

p(y) = [ pi(ws). (2.32)
i=1

Die Kullback-Leibler Divergenz (2.28) verschwindet dann. Da die KL Divergenz nicht ne-
gativ werden kann, ist beim Wert Null das Minimum erreicht. Die Transinformation erlaubt
also den Grad der statistischen Abhingigkeit zwischen den Signalen sehr gut zu charakteri-
sieren.
Werden die Gewichte W des neuronalen Netzes in Richtung des negativen Gradienten der
Kontrastfunktion I(y, W) veriindert, dann werden die Abhiingigkeiten zwischen den Signa-
len minimiert und damit auch die (unbekannten) unabhéngigen Quellen approximiert. In
diesem Sinne wird das Quellentrennungsproblem durch eine Independent Component Ana-
lysis (ICA) gelost.
Ein Problem besteht darin, dafl in Gleichung (2.29) die Randdichten p;(y;) und auch die
Entropien H (y;) nicht a priori bekannt sind. Es wird deshalb eine Edgeworth-Entwicklung
oder Gram—Charlier—-Entwicklung der Wahrscheinlichkeitsdichte verwendet, um eine Appro-
ximation der Kontrastfunktion aus Gleichung (2.28) zu finden [4].

e Edgeworth-Entwicklung

1 .2 m(»B) m(-4)
pi(yi) ~ Ve vil2(1 + 3:! Hs(y;) + szl(yi) +
10 1 35
+ a(mg?))yHG(yi) + ngS)Hs(yi) + §m§3)mg4)H7(yi)

+ o)



2.2. VERSCHIEDENE LOSUNGSANSATZE 13

e Gram— Charlier—Entwicklung

(3) (4)
1 e m; m; —3
Pi(yi) ~ Ve vi/2 (1 + 3 Hs(y;) + %dei) +.. )

wobei mgk) die Momente k-ter Ordnung von y; bezeichnen und Hy(y;) sogenannte

Chebyshev-Hermite Polynome (der Ordnung k) sind.
Durch Einsetzen erhilt man folgende Approximation der Kontrastfunktion:

Iy, W) ~ — / P() 0g(p(x))  log | det (W)]| + 5 log(2me) + ...

n

M2 Y =3P 5, @@
;[ s o (i = 3]+ ..

1

(4) 3
—[m{" —3]"]

i

Die so approximierte Kontrastfunktion kann mit einem Gradientenverfahren minimiert wer-
den. Die Ableitungen haben eine recht komplizierte Form und miissen deshalb wiederum
approximiert werden (siehe [4]).

dW 0I(y, W)
Lernregel: i —n(t) oW
= —n(t)(I-fly)y")W. (2.33)

Hier bezeichnet I die Einheitsmatrix und f ist eine ungerade, komponentenweise nichtlineare
Funktion, wie zum Beispiel f(y) = 3/4y'! + 25/4y® — 47/4y® + 29/4y® (Amari et al. [4]) .

Einen etwas anderen Weg zur Herleitung einer Lernregel beschreiten Bell und Sejnowski
[7]. Sie schlagen vor, die Transinformation zwischen den Mefsignalen und den mittels einer
nichtlinearen, sigmoiden Funktion f() transformierten Ausgabesignalen zu maximieren.

z(t) = f(Wx(t)) (2.34)

I(z,x) = H(z) — H(z|x) (2.35)

Bell und Sejnowski konnten zeigen, dafl die Maximierung der Transinformation I(z,x) durch
eine Maximierung der gemeinsamen Entropie der Ausgabesignale z erreicht werden kann [7].
Die saturierende Funktion f() verhindert dabei ein unbegrenztes Ansteigen der Entropie.
Zur Bestimmung der Entmischungsmatrix W wird der Gradient der Entropie verwendet.

dW  9H(z)

T ow (2:36)
. Olog|J|
_ E{ ool } (2.37)

wobei |.J| der Betrag der Determinante der Jakobi Matrix J = det [g—;J] ist.
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Die Lernregel ergibt sich, indem die partiellen Ableitungen der Entropie gebildet werden:

dW

— W T+ zxt. (2.38)
dt

Wird statt des gewohnlichen Gradienten % der von Amari vorgeschlage “natiirliche” Gra-

dient [2] verwendet SXWTW und z = f(y) gesetzt (vgl. Def.2.34), dann hat die Lernregel

die Gestalt:

M = A sy"W. (239)
Interessant ist zu bemerken, dafl die Form dieser Lernregel mit der Regel in Gleichung 2.33
identisch ist. Dies ist ein schones Beispiel dafiir, wie man ausgehend von unterschiedlichen
Anséitzen mit unterschiedlichen Methoden letztendlich zu einem einheitlichen Ergebnis ge-
langen kann.

Die Lernregel hat auch eine intuitive Interpretation: Die Gewichte W werden nicht mehr
verindert, wenn der Term f(y)y” gleich der Einheitsmatrix ist. Es wird also versucht, eine
verallgemeinerte Korrelationsmatrix zu diagonalisieren, d.h. das Verfahren konvergiert erst,
wenn die fiir unabhéngige Signale geltende Diagonalform

E{f(s1) (s1)} 0
E{f(s)s"} = (2.40)

erreicht wurde.
Wird die Funktion f als Taylorreihe entwickelt, dann hat der Term f(y)y” die Form einer
Summe der Produkte ungerader Potenzen der Variablen y; und y; :

[o ol o]
flyiy; = Z Z U2k41 7121+1yi2k+1y]2-l+1. (2.41)
k=0 (=0

Diese Taylorreihenentwicklung generiert also die hoheren Momente der Verteilung der Aus-
gabesignale [12]. Auf diese Weise erhilt man gleichzeitig sehr viele Tests auf statistische
Unabhingigkeit, ohne sie explizit ausrechnen zu miissen.

Allerdings ist die Konvergenz des Algorithmus stark von der richtigen Wahl der nichtlinearen
Funktionen f abhiingig, was die Anwendung auf unbekannte Daten erschwert. Als Heuristik
zur Wahl von f kann die Kurtosis der Quellsignale dienen.

Bei Signalen mit positiver Kurtosis (Super—Gaussian) — wie z.B. Sprachsignalen — ist eine
Nichtlinearitét der Form f(z) = a tanh(bz) ratsam. Bei Signalen mit negativer Kurtosis
(Sub-Gaussian) sollten ungerade, nichtlineare Polynome, wie z.B. f(z) = az®, gewihlt
werden [7].
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2.2.3 Zusammenfassung

Das Problem der Quellentrennung besteht darin, die Mischung unabhingiger Signale durch
lineare Uberlagerungen riickgéingig zu machen. Es wird geldst, indem eine Fehlerfunktion
(auch Kontrastfunktion genannt) definiert wird, die genau dann minimal wird, wenn die
Signale statistisch unabhéngig sind. Da vorausgesetzt wird, daf3 die (reinen) Quellsigna-
le statistisch unabhéingig waren, werden damit diese Quellsignale wieder rekonstruiert. Zur
Bestimmung der statistischen Abhiingigkeiten werden verschiedene Kriterien betrachtet, bei-
spielsweise Kreuzkorrelationen, Kreuzkumulanten oder die Transinformation.

Ein (lokales) Minimum der daraus abgeleiteten Fehlerfunktion kann mittels eines Gradien-
tenabstiegsverfahrens gefunden werden oder alternativ durch zuriickfithren auf ein Eigen-
wertproblem mit einer direkten, algebraischen Methode berechnet werden.

Jede Methode hat inhérente Vor- und Nachteile, z.B. erméglichen Gradientenverfahren im
Prinzip eine adaptive Losung des Quellentrennungsproblems, sie benotigen aber eine hohe-
re Rechenzeit , um zu konvergieren, auflerdem hingt deren Stabilitdt von der Wahl der
sogenannten Lernrate ab (siehe Kapitel 3).

Um dies genauer zu untersuchen, werden im folgenden Abschnitt Signale mit unterschied-
lichen Eigenschaften definiert und zum Vergleich der Verfahren in einem Benchmark-Test
verwendet. Die Algorithmen wurden dazu in MATLAB # implementiert.

AMATLAB ist ein eingetragenes Warenzeichen der The MathWorks, Inc.; (siehe auch Anhang B).
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2.3 Testdaten

Zur Validierung der Algorithmen wurden vier Testdatensitze gebildet, die typisch fiir viele
Anwendungsfille sind und die durch ihre Eigenschaften auch die Grenzen der Einsetzbarkeit
der einzelnen Verfahren aufzeigen konnen. Im folgenden werden die Testsignale definiert und
hinsichtlich ihrer Zeitstruktur, ihres Frequenzgehaltes und ihrer statistischen Eigenschaften
untersucht.

2.3.1 Datensatz I — Deterministische Signale

Testdatensatz I besteht aus folgenden Rechteck- und sinusférmigen (deterministischen) Si-
gnalen:

s1(t) = sign(cos(2m5t))
sa(t) = sin(2mw3t)
sg(t) = cos(2m7t) (2.42)

I I I I I I I I I
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0 100 200 300 400 500 600 700 800 900 1000
Zeit

Abbildung 2.6: Zeitverlauf der Rechteck- und sinusférmigen Signale.

Diese Signale haben eine sehr einfache Struktur. Dies gilt sowohl fiir den Zeitbereich, als
auch fiir den Frequenzbereich. Diese Signale sind charakteristisch fiir viele technische (Stor-
)Signale, z.B. das 50 Hz Netzbrummen (sinusférmig) oder Taktgebersignale (rechteckfrmig).
Deshalb sollte jeder Quellentrennungsalgorithmus in der Lage sein, solche Signale zuverléssig
zu trennen. Auf Grund der einfachen Struktur des Frequenzspektrums (siehe Abbildung 2.7)
wire eine Trennung von Mischungen dieser Signale auch durch Bandpafifilter (Kammfilter)
moglich. Deshalb ist dieser Datensatz ein guter Testkandidat.

Obwohl diese deterministischen Signale hinreichend durch die einfachen algebraischen Aus-
driicke in Definition 2.42 beschrieben sind, lassen sich auch statistische Beschreibungen ange-
ben. So haben diese Signale eine platykurtische und bimodale Wahrscheinlichkeitsverteilung,
d.h. im Vergleich zur Gauf—Verteilung ist die Verteilung flacher gewolbt (Kurtosis ist nega-
tiv) und weist zwei Maximalwerte auf. Die Abbildung 2.8 zeigt die Hiufigkeitsverteilungen
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Datensatz I,Signal 1 Datensatz I,Signal 2 Datensatz 1,Signal 3
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Abbildung 2.7: Die aus den Daten geschiitzten Leistungsdichtespektren der Rechteck- und si-
nusférmigen Signale.

(Histogramm), der Quellsignale (unten) und dariiber der Mischsignale. Im Hintergrund ist
die Form der Normalverteilung zum Vergleich angedeutet.

Quellsignale Mischsignale
_ =0
p=0 _
- 0=128
0.1 oz }2 0.1 K =-0.86
0.05 0.05
0 = 0
-5 0 5 -5 0 5
p(s,) p(x, )
e 5- 01 12
0=071 o=1
01 K=-15 01 K=-0.76
0.05 0.05
0 _
-5 0 5
p(s,)
p=0
0=071
01 k=-15
0.05
0 _
-5 0 5 -5 0 5
P(s,) p(x;)

Abbildung 2.8: Die aus den Daten geschiitzten Wahrscheinlichkeitsverteilungen (Histogramm).
Durch die Mischung wird die Verteilung der GauB—Verteilung dhnlicher (zentraler Grenzwertsatz
der Statistik).
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2.3.2 Datensatz II — Laplaceverteilte Signale

Testdatensatz II besteht aus stochastischen Signalen mit einer Laplace—Verteilung:

si(t) = —sign(&)log(l— &)
s2(t) = —sign(§)log(l — &)
s3(t) = —sign(&)log(l — &)

(2.43)

die &; sind gleichverteilte Zufallszahlen im offenen Intervall (—1,1).

Im Vergleich zur Gaui—Verteilung ist die Dichtefunktion der Laplace—Verteilung stirker
gewolbt, die Kurtosis ist positiv. Diese Signale sind hinsichtlich ihrer Wahrscheinlichkeits-
verteilung Sprachsignalen sehr dhnlich, denn diese haben meist auch eine positive Kurtosis
(vgl. Datensatz IV). Allerdings fehlt die fiir Sprache typische Autokorrelation.

Bei diesen Signalen haben zuriickliegende Werte keinen Einflufl auf den aktuellen Wert, die
Autokorrelationsfunktion ist also eine Deltafunktion und demzufolge haben diese Signale ein
flaches Spektrum, d.h. die Energie des Signals ist iiber alle Frequenzen gleichmé&Big verteilt
(sieche Abbildung 2.10), sogenanntes weifles Rauschen.
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Abbildung 2.9: Zeitverlauf der Laplace-verteilten Signale.
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Datensatz Il,Signal 1 Datensatz Il,Signal 2 Datensatz Il,Signal 3
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Abbildung 2.10: Die aus den Daten geschiitzten Leistungsdichtespektren der Laplace-verteilten
Signale.
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Abbildung 2.11: Die aus den Daten geschitzten Wahrscheinlichkeitsverteilungen (Histogramm).
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2.3.3 Datensatz III — Farbiges Gaufisches Rauschen
Testdatensatz III besteht aus gefilterten Gauflschen Signalen.

Sl(t) = Sl(t—].)+0.831(t—2)+0.651(t—3)+V1(t)
Sg(t) = Sg(t— 1) +0.7S2(t—2) +0.382(t—3) +V2(t)
Sg(t) = Sg(t—l)+0.932(t—2)+0.1553(t—3)+V3(t)
wobei  v;(t) Rauschen mit Standardnormalverteilung N(0,1) ist. (2.44)
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Abbildung 2.12: Der Zeitverlauf der gefilterten Gaufischen Signale

Durch die Filterung sind die Spektren der Signale verschieden, wie Abbildung 2.13 zeigt. Im
Unterschied zu Datensatz II spricht man von farbigem Rauschen. Dieser Datensatz wurde
konstruiert, um die Schwierigkeiten zu zeigen, die auftreten, wenn die Momente héherer
Ordnung verschwinden. Gauf3verteilte Signale sind ja schon durch ihre ersten und zweiten
Momente (Mittelwert und Varianz) vollstindig beschrieben.

Im Gegensatz zu Testdatensatz II haben diese Signale eine Autokorrelationsfunktion, die
keine Deltafunktion ist. Wie aus der Definition 2.44 zu sehen ist, haben zeitlich zuriicklie-
gende Werte einen Einfluf} auf den momentanen Wert. Viele natiirlich vorkommende Signale,
wie z.B. Sprach- oder Biosignaldaten, weisen starke Autokorrelationen auf.
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Datensatz Ill,Signal 1 Datensatz Ill,Signal 2 Datensatz Ill,Signal 3
8 15

Amplitude in dB
Amplitude in dB
Amplitude in dB

) —theoretisch
I—geschatzt
-15 -12 -15
0 0.5 1 0 0.5 1 0 0.5 1
Normierte Frequenz Normierte Frequenz Normierte Frequenz

Abbildung 2.13: Die theoretischen und die aus den Daten geschétzten Leistungsdichtespektren der
Gaufischen Signale.

Quellsignale Mischsignale
p=0
0.1 =141 0.1
K =0.06
0.05 0.05
0 0
-5 0 5 -5 0 5
p(s,) p(X,)
p=0 p=0
0.1 0=1.24 0.1 o =1.87|
K = -0.09 K =0.03
0.05 . 0.05
0 0
-5 0 5 -5 0 5
p(s,) p(X,)
p=0 p=0
0.1 o0=1.65 0.1 o0=2.05
K =-0.08 K =-0.01
0.05 0.05
0 0
-5 0 5 -5 0 5
p(s,) p(X,)

Abbildung 2.14: Aus den Daten geschitzte Wahrscheinlichkeitsverteilungen (Histogramm).
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2.3.4 Datensatz IV — Akustische Signale

Testdatensatz IV besteht aus 1.25 Sekunden langen Aufnahmen eines Sprechers und eines
Musikinstrumentes (Piccolofléte).

Im Gegensatz zu den drei anderen Datensétzen ist dieser nicht im Computer generiert wor-
den, sondern er wurde durch Digitalisierung von “echten” akustischen Signalen gewonnen.
Die Abtastrate betrigt 8 kHz, bei einer Auflésung von 16 Bit. Die Signale wurden so nor-
miert, daf§ die mittlere Varianz o2 gleich 1 ist.

s1(t) = “Bon giorno signora!”
s2(t) = “Piccoloflote” (2.45)
Sprachsignal Piccoloflote
10
6
4
5
X X
O O
2 2
2 o =
8] o]
< <
&) (&)
0p] 7))
-5
-6
-10
0 0.5 1 0 0.5 1
Zeit in Sek. Zeit in Sek.
4000 T | 38 :ﬂ:' T ] 4000 I -I
3000 £ g = : 3000 | i o el i
= . ; = 7 s
[} ] S — @ = -
= 2000 . - 3 2000 —---"' 7= g "-_
3 ool ogtele O |loEaGRa Gl
: & 5
1000 A -E e 1000 | = __-"-mﬂ =
ey s o
£ NS o 1-
.-l-_b!'l-i-._ ﬁ -
0 L 0 _ _
0.5 1 0 0.5 1
Zeit in Sek. Zeit in Sek.

Abbildung 2.15: Zeitverlauf des Schalldruckes und des Frequenzgehaltes der akustischen Signale
aus Testdatensatz IV.

Diese Testdaten wurden gewihlt, um die Eigenschaften der Quellentrennungsalgorithmen an
natiirlich vorkommenden Signalen zu testen. Die Varianz dieser Signale ist nicht konstant,
sondern schwankt in nicht vorhersagbarer Weise. Die menschliche Sprache hat nicht nur
ein aus vielen Frequenzkomponenten zusammengesetztes, sondern auch ein zeitabhéngiges
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Frequenz- und Amplitudenmuster und eine bestimmte Zeitstruktur. Das Frequenzmuster der
Piccolofléte ist zwar wesentlich einfacher, aber auch zeitabhingig. Aufgrund der Uberlap-
pungen der Spektren ist eine verzerrungsfreie Trennung dieser Signale mittels Bandpassfil-
terung nicht moglich. Die Wahrscheinlichkeitsverteilung des Sprachsignals ist der Laplace—
Verteilung sehr dhnlich, die Kurtosis « ist positiv. Hingegen ist die Verteilung des Signals

der Piccolofléte weniger gewolbt und leicht bimodal. Die Kurtosis ist negativ.

0.14
0.12

0.1
0.08
0.06
0.04
0.02

Abbildung 2.16: Aus den Daten geschétzte Wahrscheinlichkeitsverteilungen (Histogramm) der
akustischen Daten. Das Sprachsignal (oben links) ist Laplaceverteilt, das Signal der Piccoloflte
(unten links) hat dagegen eine schwach bimodale Verteilung, die denen der gemischten sinusférmigen
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Signale aus Datensatz I &hnelt. Die Mischsignale (rechts) sind wieder mehr Gaufverteilt.
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2.3.5 Zusammenfassung der Eigenschaften der Testdaten

Die vier vorgestellten Testdatensétze sollen exemplarisch fiir Signale in moglichen Anwen-
dungen sein.

Durch die Kenntnis der Quellsignale wird es moglich die Leistung der Trennungsverfahren
zu beurteilen, sowie Stérken und Schwichen der Algorithmen auf bestimmte Eigenschaf-
ten der Testdaten zuriickzufiihren. In der Tabelle 2.1 sind deshalb noch einmal die fiir die
Quellentrennung wichtigsten Eigenschaften der vier Testdatensitze zusammengestellt.

Statistische Eigenschaften
Datensatz | Autokorrelation | Kurtosis | Stationir
| Ja negativ -
11 Nein positiv Ja
11 Ja Null Ja
v Ja gemischt Nein

Tabelle 2.1: statistische Eigenschaften der Testdaten

Da die Algorithmen implizite Annahmen machen, spielen vor allem die statistischen Eigen-
schaften der Daten eine grofie Rolle. Fiir die korrelationsbasierten Verfahren ist entscheidend,
daB3 die Quellsignale eine Autokorrelation aufweisen. Die Verfahren, die Statistiken hoher-
er Ordnung fiir die Quellentrennung benutzen, kénnen vermutlich nur dann funktionieren,
wenn die Quellensignale nicht Gauflverteilt sind. Wie an den Histogrammen der Mischsignale
zu erkennen ist, wird durch die additive Uberlagerung die Form der Wahrscheinlichkeitsver-
teilung, dem zentralen Grenzwertsatz der Statistik folgend, der Gaufi—Verteilung dhnlicher.
Die Mischung von Gauf3schen Signalen bleibt GauBiverteilt (vgl. Abbildung 2.14). Nachdem
jetzt einige Testdatensiitze definiert wurden, sollen diese im nichsten Abschnitt fiir Ver-
gleichstests der Quellentrennungsverfahren benutzt werden.
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2.4 Experimente

Die vorgestellten Algorithmen zur Quellentrennung wurden implementiert und umfangrei-
chen Tests unterzogen. Ziel ist ein Vergleich hinsichtlich der Qualitét und Robustheit der
Schatzung der Mischungsmatrix und damit der Trennungsgiite bei den unterschiedlichen
Testdatensdtzen.

2.4.1 Performancemessungen

Um einen Vergleich durchzufiihren, muf} ein Kriterium gefunden werden, dafl die Giite der
Quellentrenung beurteilt. In Experimenten mit kiinstlichen Mischungen steht ja die , wahre*
Mischungsmatrix zur Verfiigung. Bestimmt werden soll die Abweichung der geschétzten
Mischungsmatrix A von der richtigen Matrix A.

Wenn die inverse Matrix A~! zur Rekonstruktion der Originalsignale aus den Mef3daten
verwendet wird, d.h.

y(t) = A7'x(t) = (A7 A)s(t) (2.46)
dann ergibt sich die Stirke der i-ten Quelle im j-ten Kanal aus den Elementen der Matrix
P = (A7'A); (2.47)

Wenn die Trennung erfolgreich war, dann mufl P eine Matrix mit einem dominanten Wert je
Spalte sein, da die Schitzung von A~ nur bis auf Permutation und Skalierung der Spalten
eindeutig sein kann. Um dies bei der Performancemessung zu beriicksichtigen, bietet sich
folgender Fehlerindex an:

N

N
SIR(P) = %Z 2%4 . (2.48)

2 naz(|pi])

Diese Grofle ist das arithmetische Mittel aller nicht dominanten Eintrége der Matrix P. Der
Wert dieser Funktion ist umso geringer, desto niiher | A~' A|| einer permutierten Einheitsma-
trix ist und umsoweniger die Quelle  die Quelle j # i noch stort®. In der Signalverarbeitung
ist es iiblich das Verhiltnis von Nutzsignal zum Stor-(Rausch-)signal in einer logarithmischen
Skala zu betrachten. So ist das Signal to Noise Ratio (SNR) definiert als:

2
SNR(S,N) = 10log (;'—25> . (2.49)
N

Analog 148t sich bei bekannter Mischungsmatrix A aus dem Verhéltnis des maximalen Wer-
tes, zur Summe der iibrigen Werte der Spalte i von P = A~'A das SNR; der i-ten Quelle
ermitteln.

mazxy,(p)
Zk:(p?k ) — Mmaxg (p?k)

SNR; = 10log (2.50)

5Daher die Bezeichnung Signal-Interference—Ratio (STR).
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Abbildung 2.17: Umrechnung der Werte des Trennungsfehlers SIR in dB.

Beispiel 2. Dieses Beispiel soll die Definition des Fehlermafles SIR (Gl. 2.48) verdeutli-
chen. Angenommen die wahre Mischungsmatriz A und die durch das Quellentrennungsver-

fahren ermittelte Mischungsmatriz A wdren:

1.0 09 0.7 | 1.0000
A=1]08 10 05 | A= 0.7998
0.6 0.7 1.0 0.6016

dann ist :

) 1.0000 0.0017
|A='A|l = | 0.0000 1.0000
0.0026 0.0010

0.8992 0.6985
1.0000 0.4990
0.6992 1.0000

0.0036
0.0013
1.0000

und der Trennungsfehler SIR ist der Mittelwert der Summen der nicht dominanten Werte

der Spalten von P = ||A=1A||? :

1
SIR(P) = -(0.0026 + 0.0027 + 0.0049) = 0.0034.
3

Das Signal to Noise Ratio der drei getrennten Signale betrdgt:

SNR = [ 51.70 dB 51.37 dB 46.19 dB ] .
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2.4.2 Experiment 0 — Bestimmung der Parameter

In diesem “Meta”—Experiment sollen zunichst giinstige Parametereinstellungen fiir die je-
weiligen Algorithmen und Datensétze bestimmt werden.

Durchfiihrung

Zu diesem Zweck wird eine beliebige Mischungsmatrix fest gewidhlt und zur Herstellung
von “kiinstlichen” Signalgemischen benutzt. Anschliefend werden diese Gemische mit ver-
schiedenen Parametereinstellungen wieder getrennt. Die Einstellungen, die den geringsten
Fehlerindex erzielen, werden beibehalten. Da die Suche keinesfalls erschopfend sein kann,
wird so zwar nur eine suboptimale Parameterwahl erreicht, da aber in praktischen Anwen-
dungen auch nicht anders vorgegangen werden kann, ist das fiir die Aussagefihigkeit der
weiteren Experimente kein Nachteil.

Welche Parameter die Leistungsfahigkeit der Algorithmen beeinflussen, ergibt sich aus den
jeweiligen Definitionen. So erfordert der TDSEP—-Algorithmus die Wahl der Anzahl der ver-
wendeten Korrelationsmatrizen und der zugehorigen Zeitverschiebungen 7;. Beim EIGSEP-
Algorithmus kann nur ein 7 frei gewé#hlt werden. Fiir den INFOMAX-Algorithmus ist es
sehr wichtig, die richtige nichtlineare Funktion zu finden, und da es sich um einen Lernalgo-
rithmus handelt, ist auch die Einstellung der Lernrate bedeutsam. Der JADE-Algorithmus
bedarf keinerlei Parametereinstellungen. Fiir den praktischen Einsatz ist solch ein parame-
terfreies Verfahren sehr vorteilhaft.

Ergebnisse

Die Tests ergaben, dafl der Verschiebungsindex 7 sehr klein, z.B. im Bereich 1 bis 15 sein
sollte, da fiir kleine 7 die Autokorrelationsfunktionen der Quellen verschieden sind. Bei
Werten 7 — oo wird die Fluktuation der Autokorrelationsfunktion grofier oder AKF geht
gegen Null und somit wird es wahrscheinlicher, dafl zwei Quellen die gleiche Autokorrelation
haben.

Die Wahl der Nichtlinearitdt im INFOMAX Algorithmus h#ngt von der Wahrscheinlich-
keitsverteilung (Kurtosis) der Quellsignale ab. Es konnte die in [7] angegebene Heuristik
bestétigt werden:

Datensatz | Kurtosis | Nichtlinearitét
I negativ fly) =9°

IT positiv | f(y) = tanh(y)
11 Null beliebig

v gemischt | f(y) = sign(y)

Tabelle 2.2: Wahl der Nichtlinearitit im INFOMAX-Algorithmus bei den vier Testdatensétzen.

Die Stabilitét des Lernverfahrens ist von der Schrittweite n beim Gradientenabstieg abhingig.

Um die Konvergenz des Algorithmus zu sichern, sollte die Lernrate (Schrittweite) mit der

Zeit, verkleinert werden, d.h. tlim n(t) = 0. Nach einigen Versuchen erwies sich n(t) =
—00

0.004 exp(—1.5 - t) als giinstig.
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2.4.3 Experiment 1 — Vergleich der Algorithmen
Durchfiihrung

Die Signale der vier Testdatensitze werden mit einer konstanten, quadratischen Mischungs-
matrix gemischt.
1.0 0.9 0.7
A=]08 1.0 05 bzw. A = [

1.0 0.9]
06 0.7 1.0

0.7 1.0

Die Entmischungsmatrix wird mit den vier vorgestellten Algorithmen ermittelt und der
Trennungsfehler SIR, (Gl. 2.47) gemessen.

Ergebnisse

Es ergeben sich deutliche Unterschiede in der Trennungsleistung der Algorithmen bei den
unterschiedlichen Testdaten.

Algorithmus | Datensatz I | Datensatz II | Datensatz III | Datensatz IV
EIGSEP 0.0034 1.0781 0.0655 0.0182
TDSEP 0.0040 1.1467 0.0516 0.0079

JADE 0.0009 0.0110 0.9838 0.0050

INFOMAX 0.0062 0.0149 0.2567 0.0079

Tabelle 2.3: Trennungsfehler bei den vier Testdatensitzen.

14 T T T T
EIGSEP
TDSEP
12} JADE 1
T INFOMAX
1t - A
3
$0.8F J
%]
j=2}
=
3
c
§06f 1
=
0.4 1
0.2 1
o ‘ ] I -
1 2 3 4

Datensatz

Abbildung 2.18: Trennungsfehler bei den vier Testdatensitzen.

Auswertung

Die einzelnen Datensitzen zeigen die Stirken und Schwichen der Quellentrennungsverfahren
auf.
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Abbildung 2.19: Nahaufnahme der Trennungsfehler der Algorithmen bei den Testdatenséitzen DS
I und DS IV. Im direkten Vergleich ist die generell bessere Trennungsleistung bei Datensatz I zu
erkennen.

Es wird deutlich, daf§ sowohl die statistischen Eigenschaften der zu trennenden Daten, als
auch die Algorithmen bestimmend fiir die Trennungsergebnisse sind. Da die Kriterien, die
zur Quellentrennung dienen, bestimmte Eigenschaften der Quellsignale implizieren, ist die
Trennungsgiite auch davon abhingig, wie gut diese Voraussetzungen erfiillt werden.
Beispielsweise erfordern EIGSEP und TDSEP eine nichtverschwindende Autokorrelation,
dies ist bei Datensatz II nicht gegeben, daher ist dort der Trennungsfehler sehr grof.
Ebenfalls bestéitigte sich die Vermutung, dafl der JADE—Algorithmus, wie auch der INFOMAX-
Algorithmus, bei Datensatz III schlechter funktioniert hat als bei allen anderen Datensétzen.
Die Ursache dafiir ist das Fehlen der Momente bzw. Kumulanten 4. Ordnung bei Signalen
mit GauB—Verteilung. Bei allen anderen Datensitzen schneidet der JADE-Algorithmus je-
doch stets am besten ab. Der Vergleich des EIGSEP- mit dem TDSEP-Algorithmus zeigt
keine deutlichen Unterschiede in der Trennungsleistung. Vermutlich kommt der Vorteil der
groferen Robustheit erst bei verrauschten Daten zum tragen (vgl. Experiment 3).

Alle Algorithmen erzielten bei Datensatz I die besten Trennungsleistungen (vgl. Abb. 2.19).
Offenbar ist die einfache und gleichbleibende (periodische) Struktur der Sinus- und Recht-
ecksignale fiir die Quellentrennung sehr vorteilhaft.
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2.4.4 Experiment 2 — Einflufl der Mischungsmatrix

Es soll experimentell die Leistung der Algorithmen bei unterschiedlichen Mischungen unter-
sucht werden. In der Praxis kommen diese unterschiedlichen Mischungen durch den Aufbau
der Mefvorrichtung (Anordnung der Sensoren und Abstand zu den Signalquellen) zustan-
de. Die Anzahl der Sensoren bestimmt die Anzahl der Spalten der Mischungsmatrix und
die Anzahl der Quellen die Anzahl der Zeilen. Es wird angenommen, es werden ebenso vie-
le Sensoren verwendet, wie auch Quellen vorhanden sind. Die Mischungsmatrix ist dann
quadratisch.

Durchfiihrung

10000 Abtastwerte der Testsignale aus Datensatz I und IV wurden jeweils mit einer zufillig
ausgewihlten, quadratischen Matrix gemischt. Die Parameter der Algorithmen wurden wie
in Experiment 0 beschrieben eingestellt. Untersucht wurde die Qualitdt der Schiatzung der
Mischungsmatrix in Abhéingigkeit von unterschiedlichen Mischungsmatrizen, deren Elemente
aus einer Standardnormalverteilung gezogen wurden. Fiir 100 verschiedene Mischungsma-
trizen wurde jeweils der Trennungsfehler anhand des Giitekriteriums 2.47 gemessen und der
Mittelwert sowie die Streuung der Fehler berechnet.

Ergebnisse

Bei 100 unabhéngigen Versuchen ergaben sich fiir Datensatz I und IV folgende mittlere
Fehler:

Datensatz I Datensatz IV
Algorithmus | Fehler | Streuung | Fehler | Streuung
EIGSEP 0.0034 | 0.0001 | 0.0182 | 0.0000
TDSEP 0.0040 | 0.0001 | 0.0079 | 0.0000
JADE 0.0009 | 0.0001 | 0.0050 | 0.0000
INFOMAX | 0.0048 | 0.0015 | 0.0099 | 0.0234

Tabelle 2.4: Mittlere Trennungsfehler und Streuung bei verschiedenen Mischungsmatrizen.

Auswertung

In Tabelle 2.4 werden die mittleren Trennungsfehler und deren Streuung fiir die vier betrach-
teten Algorithmen gegeniibergestellt. Beide Mafle sind geeignet, um Qualitidt und Robustheit
der Schitzung der Mischungsmatrix durch die verschiedenen Verfahren zu vergleichen.

Aus den niedrigen Fehlerwerten und den sehr geringen Streuungen 148t sich schluifolgern,
daf} die Trennungsgiite unabhingig von der jeweiligen Mischungsmatrix ist.

Das ist eine sehr interessante Eigenschaft und fiir die praktische Anwendung der Quellen-
trennungsverfahren duflerst bedeutsam, weil dadurch keine Informationen iiber den Aufbau
des Sensorfeldes oder die Lokalisationen der Quellen fiir eine zuverlissige Trennung benotigt
werden. Die etwas groflere Streuung der Trennungsfehler beim INFOMAX-Algorithmus ist
vermutlich durch die Struktur des Algorithmus bedingt. Im Gegensatz zu den anderen Al-
gorithmen, fithrt der INFOMAX eine stochastische Suche im Parameterraum aus und die
Konvergenz des Verfahrens héingt von der Lernrate (Suchgeschwindigkeit) ab (siehe Kapitel
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2.4.5 Experiment 3 — Robustheit gegen Rauschen

In dieser Simulation soll die Robustheit der Schétzung der Mischungsmatrix untersucht
werden. Diese Robustheit ist fiir praktische Anwendungen sehr wichtig, weil reale Sensoren
aufgrund ihres Eigenrauschens nie den exakten Mewert liefern, sondern nur einen Wert
innerhalb eines gewissen Toleranzbereiches. Diese Melungenauigkeit wird in diesem Expe-
riment durch additives Rauschen simuliert.

Vorbetrachtung

Bevor die Rauschabhéngigkeit systematisch untersucht wird, soll exemplarisch der Einflufl
des Rauschens auf die Trennungsqualitéit getestet werden. Dazu werden die Testsignale aus
Datensatz I mit einer zufillig ausgewéihlten (3 x 3) Matrix gemischt und durch Gaufsches
Rauschen (Mittelwert u = 0,Standardabweichung o = 0.1) gestort. Das Signal to noise ratio
betrigt 20 dB. Diese “verrauschten Sensorsignale” werden dann mit dem JADE-Algorithmus
getrennt. Der Fehler bei der Schitzung der Mischungsmatrix ist gering: SIR = 0.0770. Die
Abbildung 2.20 zeigt zum Vergleich einen Ausschnitt der Original-, Misch- und getrennten
Signale und es wird deutlich, daf} eine Trennung der Signale, jedoch keine Reduktion des
Systemrauschens erreicht wird.

Originalsignale Sensorsignale getrennte Signale
2 2
2
-2
-2 -2 -4
0 500 1000 0 500 1000 0 500 1000
2 2 5
-2 -2 -5
0 500 1000 0 500 1000 0 500 1000
2 2
2
-2
-2 -2 -4
0 500 1000 0 500 1000 0 500 1000
Zeit

Abbildung 2.20: Quellentrennungsbeispiel bei additivem Gaufischem Rauschen der Stirke o = 0.1
(SNR = 20dB). Der Trennungsfehler SIR betrigt 0.0770 .
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Durchfiihrung

Die Testdaten aus Datensatz IV wurden mit einer fest gewihlten (2 x 2) Matrix A =
1.0 0.9
0.8 1.0

ersten Teilexperiment sind die Rauschsignale normalverteilt mit Mittelwert 0 und Streuung

0.

gemischt und diese Mischungen wurden durch additives Rauschen gestort. Im

Im zweiten Teil werden gleichverteilte Pseudozufallszahlen mit Streuung o als Rauschsignal
verwendet.

Die Streuung des Rauschens wird schrittweise von 0.01 auf 0.1 erhoht. (Bei einer Signal-
varianz von o2 = 1 ergibt sich ein Signal-Rausch Abstand von 40 bis 20 dB.) Die verrausch-
ten Mischsignale werden mit TDSEP, JADE bzw. INFOMAX getrennt. Die Parameter wer-
den wie in Experiment 0 ermittelt eingestellt. (Der TDSEP-Algorithmus verwendet 5 Kor-
relationsmatrizen Y., 7 = 1..5.) Die Trennungsgiite wird mit dem Kriterium 2.47 gemessen.
Wichtig anzumerken ist, dafl das Rauschen von Sensor zu Sensor unabhingig ist.

Ergebnisse

Die Abbildungen 2.21 und 2.22 zeigen die durchschnittlichen Trennungsfehler bei unter-
schiedlich stark verrauschten Daten. Die Streuung der Trennungsfehler ist als Fehlerbalken
dargestellt.

0.4 T

——— JADE T Zﬁ
——  INFOMAX
——  TDSEP

03 gﬂlz HIE

0.35[

0.15r

0.25F
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Trennungsfehler (SIR)

0.05-

-0.02 0 0.02 0.04 0.06 0.08 0.1 0.12 0.14 0.16
Starke des normalverteilten Rauschens

Abbildung 2.21: Trennungsfehler bei zunehmendem Gaufverteiltem Rauschen.

Es wird deutlich, da mit zunehmender Rauschstirke im Mittel eine schlechtere Trennung
erzielt wird und auch die Streuung des Trennungsfehlers grofier wird.

Es ist auch erkennbar, dafl die Robustheit der Algorithmen gegeniiber Gaufischem und gleich-
verteiltem Rauschen im wesentlichen gleich ist.

Ein weiteres Ergebnis ist, dafl der JADE und der INFOMAX-Algorithmus eine bessere Tren-
nung als der TDSEP—Algorithmus erreichen und daf} sich diese Tendenz bei zunehmendem
Rauschen verstérkt.
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Abbildung 2.22: Trennungsfehler bei zunehmendem gleichverteiltem Rauschen.

Auswertung

Eine erfolgreiche Quellentrennung ist nur bei geringem Rauschen méglich. Die beobachteten
Resultate zeigen, dal JADE und INFOMAX wegen der Verwendung der Momente bzw. Ku-
mulanten hoherer Ordung robust gegen “moderates” Rauschen sind.

Daher muf} bei der Anwendung der Algorithmen darauf geachtet werden, die Signale moglichst
rauscharm zu messen und aufzuzeichnen. Sollte dies nicht realisierbar sein, so miissen Me-
thoden zur Verbesserung des Signal-Rausch—Verhiltnisses (z.B. Mittelungsverfahren) als
Vorverarbeitungsschritt eingesetzt werden.

Erginzung

Die Beobachtung, dafl der TDSEP-Algorithmus bei zunehmendem Rauschen recht schnell
eine viel schlechtere Trennungsleistung zeigt, scheint gegen die Verwendung von korrelati-
onsbasierten Verfahren zu sprechen.

Es ist jedoch zu beriicksichtigen, dal die Wahl des Parameters 7 bei den Korrelationsverfah-
ren einen groflen Einflu} auf die Trennungsergebnisse hat. Um dies zu kléren, wurde noch
eine zusétzliche Simulation ausgefiihrt.

Dazu wurden der TDSEP- und der EIGSEP-Algorithmus mit den gleichen Daten wie im
vorherigen Experiment, aber mit unterschiedlichen Korrelationsmatrizen ¥, getestet.

Die Abbildung 2.23 verdeutlicht den Einfluff des Parameters 7 auf die Trennungsergebnisse.
Fiir 7 = 1 ist die Trennungsleistung sehr schlecht, weil dort die Autokorrelationsfunktion des
Rauschens noch sehr stark ist. Bei 7 = 5 ist die AKF des Rauschens schon abgeklungen und
demzufolge ist auch Trennung besser. Diese Simulation zeigt auch die Vorteile der Verwen-
dung von mehreren Korrelationsmatrizen (TDSEP) zur Bestimmung der Mischungsmatrix.
Noch deutlicher wird dieser Vorteil bei Datensatz I, da dort die AKF der Quellsignale pe-
riodisch ist. Es zeigt sich, dal der TDSEP-Algorithmus mit einer geniigend groflen Anzahl
von Korrelationsmatizen (N > 50) die gleiche Trennungsleistung wie der JADE-Algorithmus
erreicht (sieche Abb. 2.24).
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Abbildung 2.23: Trennungsfehler bei zunehmendem Rauschen in Abhéngigkeit von der Wahl der
¥, im EIGSEP- bzw. TDSEP-Algorithmus.
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Abbildung 2.24: Trennungsfehler bei konstantem Gaufischem Rauschen (SNR=20dB) in Abhingig-
keit von der Anzahl N der X, im TDSEP-Algorithmus.
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2.4.6 Experiment 4 — Einflufl der Blockgrofle

In einem weiteren Test wurde die Abhiingigkeit der Trennungsqualitit von der Anzahl der
verwendeten Abtastwerte (Blockgrofe) untersucht. Je weniger Daten ausreichen, um eine
zuverldssige Schatzung fiir die Mischungsmatrix zu erhalten, desto besser ist das Verfahren
fiir praktische Anwendungen geeignet.

Da die Algorithmen auf statistischen Aussagen basieren, die eigentlich nur asymptotisch
(d.h. fiir unendlich viele Datenpunkte) gelten, ist es sehr interessant zu testen, ab welcher
Blockgrofe eine hinreichend gute Ndherung des (nicht realisierbaren) asymptotischen Falles
gegeben ist.

Durchfiihrung

Die Signale des Testdatensatz I wurden mit einer zufillig gew&hlten, aber konstanten Mi-
schungsmatrix A gemischt.

[ 1.0 09 0.7 ]

A=]08 10 05

[ 0.6 0.7 1.0 J
Aus den so gemischten Signalen wurden 100-mal zufillig Blocke der Grofle N gebildet
(N = 100,200, ...2000) und als Eingabedaten fiir die zu testenden Algorithmen benutzt,
d.h. die Anzahl der Datenpunkten wurde schrittweise von 100 auf 2000 erhsht. Die mitt-
leren Trennungsfehler und deren Streuung wurden mittels Kriterium 2.47 gemessen und
protokolliert,.

Ergebnisse
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Abbildung 2.25: Trennungsfehler in Abhéingigkeit von der Anzahl der Datenpunkte aus Datensatz
I.
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Auswertung

Die Abbildung 2.25 zeigt ganz allgemein eine starke Abhingigkeit des Trennungsfehlers von
der Anzahl der zur Verfiigung stehenden Datenpunkte. Mit steigender Blockgrofie wird der
Trennungsfehler geringer und auch die Streuung um den Mittelwert der gemessenen Fehler
verringert sich deutlich.

Dies war zu erwarten, denn durch viele Datenpunkte verbessert sich die Schitzung der
Korrelations- bzw. Kumulantenmatrizen im TDSEP bzw. JADE-Algorithmus.

Aus Abbildung 2.25 ist ersichtlich, daf sich die Trennungsqualitit nur noch wenig verbessert,
sobald eine gewisse kritische Blockgrofie tiberschritten wird. Sie liegt in diesem Experiment
etwa bei 500 Datenpunkten fiir JADE und TDSEP. Der INFOMAX- benétigt erheblich
mehr Datenpunkte (Iterationen), um die gleiche Trennungsqualitit zu erreichen.

Hier zeigt sich auch ein Ansatzpunkt zu Verbesserung des TDSEP-Algorithmus: Es muf}
eine Methode gefunden werden, aus wenigen Datenpunkten eine stabile Schitzung der Kor-
relationsmatrix zu erhalten. Leider ist das ein sehr schwieriges Problem, dafl den Rahmen
dieser Diplomarbeit iiberschreitet.

Der INFOMAX-Algorithmus schneidet in diesem Experiment deutlich schlechter als die
beiden anderen Verfahren ab. Da dieser Algorithmus ein iteratives Gradientenverfahren ver-
wendet (siehe Kapitel 3), ist mufl die Anzahl der Datenpunkte hinreichend grof sein damit
der Algorithmus konvergiert. Offensichtlich ist diese Grofie bei 2000 Datenpunkten noch
nicht erreicht worden. Es miiiten deshalb weitere Simulationen mit verénderter Lernrate
und mehreren Iterationszyklen verwendet werden, um diesen Vergleich aussagekriftiger zu
machen.

2.4.7 Zusammenfassung der Ergebnisse der Experimente

Wie die Experimente gezeigt haben, ist die Quellentrennung unter ausschliefllicher Benut-
zung statistischer Eigenschaften der Signale moglich, wenn die impliziten Annahmen, die
von den Algorithmen gemacht werden, erfiillt sind. Die Leistung der Quellentrennungsver-
fahren ist nicht von der Mischungsmatrix abhingig, vorausgesetzt sie ist nicht singulér.
Fiir eine erfolgreiche Trennung darf das additive Systemrauschen nicht zu stark werden
(SNR > 18 dB) und auch in rauschfreien Situationen miissen hinreichend viele Daten-
punkte verwendet werden (ca. 500). Ein weiteres wichtiges Ergebnis ist: Der korrelationsba-
sierte TDSEP-Algorithmus erreicht &hnlich gute Trennungsergebnisse wie der JADE- oder
INFOMAX-Algorithmus, wenn die Quellsignale eine Zeitstruktur aufweisen. Bei Gaufischen
Signalen mit ausgeprigter Autokorrelation wird sogar eine bessere Trennung erzielt.
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Kapitel 3

Adaptive Quellentrennung

3.1 Motivation

Die bisher vorgestellten Verfahren gingen davon aus, dafl die betrachteten Systeme und Si-
gnale stationir sind. In realen Anwendungen hat man es jedoch hiufig mit zeitvarianten
Systemen und Signalen zu tun. Dies ist beispielsweise immer dann der Fall, wenn sich die
Signalquellen bewegen. Algorithmen die diese Veréinderbarkeit vernachléssigen, sind nicht in
der Lage die Signale zu trennen. Es ist daher notwendig, flexibel auf die Anderung der Mi-
schungsverhiltnisse zu reagieren. Aus diesen Griinden sind Algorithmen erforderlich, die eine
adaptive Losung des Quellentrennungsproblems ermoglichen. Adaptiv heifit: Ausgehend von
einer Initialschitzung der Mischungsmatrix soll eine Folge von Matrizen gefunden werden,
die die Signale trennt.

In solchen instationdren Szenarien sind die in Kapitel 2 vorgestellten Verfahren nur dann
anwendbar, wenn das Quellentrennungsproblem blockweise und immer wieder neu gelost
wird. Aus Griinden der Speicherplatzeffizienz und auch im Hinblick auf eine Hardwarelosung
bietet sich eine Implementation in Form eines kiinstlichen neuronalen Netzes an.

3.2 Lernverfahren

Da das Ziel der Signaltrennung durch die Minimierung der Abhingigkeiten zwischen den
Signalen erreicht wird, kann man die Quellentrennung als ein Optimierungsproblem verste-
hen.

W* = argmin [(W) (3.1)

Es sind Parameter W (Gewichte eines kiinstlichen neuronalen Netzes) so zu bestimmen,
daB} eine Fehlerfunktion I, bzw. im Fall der Quellentrennung eine Kontrastfunktion, die die
Ahnlichkeiten zwischen der Verteilung der MefBsignale und der hypothetischen Verteilung
der unbekannten Quellsignale mifit, minimal wird.

Zur Losung derartiger Probleme gibt es verschiedene leistungsfihige Methoden.

Ein sehr verbreitetes Verfahren ist der sogenannte “Gradientenabstieg”. Dabei wird das
(lokale) Minimum einer Funktion dadurch bestimmt, dafl ausgehend von einem Startpunkt
Wy ein Suchschritt in Richtung des negativen Gradienten der Funktion zu einem neuem
Punkt W gemacht wird. Der Gradient ist der Vektor, der aus den partiellen Ableitungen
der Fehlerfunktion [ nach den Gewichten W besteht. Bekanntlich zeigt der Gradient einer
Funktion immer in Richtung des steilsten Anstiegs der Fehlerlandschaft. Je nach dem Ziel der
Optimierung, ob ein Minimum oder Maximum bestimmt werden soll, wird ein Schritt entlang
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des Gradienten oder in die entgegengesetzte Richtung gemacht. Die Grofle des Suchschrittes
wird durch einen weiteren Parameter, die Schrittweite n kontrolliert.

Ein Problem besteht darin, dafl die Fehlerfunktion [ im allgemeinen nicht genau bekannt
ist. Demzufolge ist es auch schwierig, tatséchlich den Gradienten von ! zu berechnen, des-
halb werden die partiellen Ableitungen mit Hilfe der vorliegenden Daten niherungsweise
bestimmt. Dazu wird die Fehlerlandschaft durch eine endliche Summe iiber alle Datenpunk-
te approximiert, wobei die Anzahl der Summanden geniigend grofl gewihlt werden musf.
Dann kann der Gradient dieser Approximation der Fehlerfunktion berechnet werden.

So erhilt man die folgende Vorschrift zur schrittweisen Anderung der Gewichte:

> ol
Wi =W, — T 3.2
t+1 t—1n oW (3.2)
Da die Anderung der Gewichte erst vorgenommen wird, nachdem alle verfiigharen Daten
verarbeitet wurden, spricht man von “batch-learning”.
Im Gegensatz dazu werden beim sogenannten “on-line learning” die Gewichte des Netzwerks
nach jeder Présentation eines neuen Datenpunktes gedndert.

3.3 On-line Lernen

Als allgemeine Lernregel 148t sich formulieren:

Wi =W, — ntK(Wt)aiwl(xt+1:Yt+1§ W), (3.3)
wobei [(X¢41,Yt+1; Wt) die Fehlerfunktion bezeichnet. Der Index ¢ beschreibt die Zeit bzw. die
schon gesehene Anzahl der Daten, K ist eine Skalierungsmatrix, die unterschiedlich gewahlt
werden kann. Der Term % bestimmt die Richtung der Anderung der Gewichtsmatrix W
und 7 die Stirke der Anderung. Beim “on-line Lernen” ist die richtige Wahl der Lernrate 7
wichtig fiir die Konvergenz des Verfahrens. Diese sollte einerseits nicht zu klein sein, sonst
werden unnotig viele Iterationen gebraucht, andererseits aber auch nicht zu grofl, denn dann
kann ein Lernschritt iiber das gesuchte Minimum hinwegfiihren und es kommt zu Fluktua-
tionen der Parameterschitzung um die wahre Losung.

Die Varianz o? dieser Fluktuationen ist proportional zur Schrittweite 7. [1]

e 1 bestimmt sowohl die Konvergenzgeschwindigkeit, als auch die Varianz der Fluktua-
tionen um die optimale Losung. Asymptotisch (¢ — oo) gilt:

W, = W*undo} ~ no2,

¢ ist n grof}, dann ist die Konvergenzgeschwindigkeit hoch, aber auch die Varianz grof}

e ist ) klein, dann ist zwar die Varianz klein, aber auch die Konvergenz sehr langsam.

Es besteht also ein Trade—off zwischen Konvergenzgeschwindigkeit und Genauigkeit.

Viele “on-line” Algorithmen werden bereits mit Erfolg in Klassifikations oder Regressions-
anwendungen eingesetzt. Einige dieser on-line Verfahren (Darken und Moody, 1992 [14])
sind sogar in der Lage, eine stationéire Losung zu approximieren, indem sie zwei Phasen der
Konvergenz durchlaufen, in der die Lernrate n unterschiedlich angepaf3t wird. In einer ersten
Phase wird die Lernrate n grofl und konstant gehalten:

7 = konstant, (3.4)
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um moglichst grofle Teile des Losungsraumes durchsuchen zu kénnen. Sobald der stocha-
stische Suchproze8 (Gradientenabstieg aus G1.(3.3)) in die N&dhe des gesuchten Minimums
kommt, wird die Lernrate in einer zweiten Phase reduziert :

n= % (3.5)

Im Jargon spricht man von “Abkiihlen” (engl. annealing) ! der Lernrate.

Je mehr Daten das Lernverfahren sieht (je grofer also der Index ¢ aus Gl.(3.5)), desto
geringer wird die Lernrate n . Aufgrund der kleineren Schrittweite, ist die Oszillation um
die optimale Losung geringer, aber leider auch die Suchgeschwindigkeit.

Ein herkémmlicher on-line Algorithmus wird nach einer gewissen Zeit von der ersten in die
zweite Phase tiberwechseln und zur Lésung konvergieren.

Andert sich die Statistik der Daten, zum Beispiel im Falle der Quellentrennung das Mi-
schungsverhéltnis der Signale, dann wird das on-line Verfahren der verédnderten Losung nur
mit winzigen (und immer kleiner werdenden) Suchschritten (cf. G1.(3.5)) folgen, da es nicht
mehr zur ersten Phase — der konstanten groflen Lernrate — zuriickkehren kann. Das bedeutet,,
daB} die neue Losung mit veréinderter Datenstatistik gar nicht erreicht wird, somit das on-
line Verfahren trotz Adaptivitit in der Praxis nicht einsetzbar ist. Dieses Problem 1483t sich
mit einem Algorithmus l6sen, der von Amari, Miiller, Murata und Ziehe [37] vorgeschlagen
wurde. Ziel muf} sein, die Nichtstationaritit des Systems von vornherein zu beriicksichtigen.
Die Erkenntnis, daf3 der Lernvorgang in 2 Phasen abliuft, wird dazu benutzt, die optimale
Strategie zur Erreichung des Lernzieles zu finden, also je nach Situation zwischen Phase 1
und Phase 2 umzuschalten.

Der “adaptive on-line learning” Algorithmus ist in der Lage zu detektieren, wann sich die
Statistik der Daten verdndert und automatisch in die erste Phase der stochastischen Su-
che mit konstanter (grofier) Lernrate n zuriickzuschalten. Nach schnellem Konvergieren bis
in Losungsnihe (erste Phase), wird die Lernrate wiederum “abgekiihlt” (zweite Phase cf.
GL.(3.5)).

Die Idee einer in diesem Sinne adaptiven Lernrate n; wird “learning of the learning rule” ge-
nannt (Sompolinsky et al., 1995 [43]). In diesem Abschnitt wird dieses Konzept auf beliebige
differenzierbare Fehlerfunktionen verallgemeinert. Dazu definiert man

. . . k) .
Wi = W— ntH_l(Wt)a—Wl(xt+1:Yt+1§ W), (3.6)
M+1 = N+ an (ﬁ (l(xt+1:)’t+1§ Wt) - R) - ﬂt) ) (3-7)

wobei a und 8 Konstanten sind, H (Wt) ist die Hessematrix des Erwartungungswertes der
Fehlerfunktion 02R(W,;)/OWOW und R ist ein Schitzer von R(W*). Wenn der Fehler
explizit als Funktion von x und y gegeben ist, kann zum Beispiel R rekursiv geschétzt
werden durch:

Rt+1 =(1-9) Rt + 'Yl(xt+1§}’t+1iwt)- (3.8)

Intuitiv ist damit die Lernrate n aus Gl.(3.7) durch den verbleibenden Fehler kontrolliert.
Wenn der Fehler grof ist, dann nimmt n einen grofl en Wert an. Wenn er klein ist, d.h. der
geschétzte Parameter nahe beim Optimum ist, dann geht n automatisch gegen 0 und zwar
proportional zu % Um das dynamische Verhalten von (Wt, 7¢), zu untersuchen benutzt man
eine kontinuierliche Version der obigen Gleichungen, iiber die beziiglich des Input-Output

IDiese Terminologie ist der Physik entlehnt, in der ja die Temperatur eines Koérpers als Maf fiir die
Bewegung seiner Molekiile definiert wird. Je heftiger die Bewegungen (Oszillation) der Molekiile, desto
hoher ist seine Temperatur.
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Paares (x;,y:) gemittelt wurde

%Wt = - HW)™! <%l(x,y;wt)> ) (3.9)
%m an (ﬁ(l(x,y;Wt) ~R) - m) : (3.10)

Es gilt natiirlich (9l(x,y; W*)/OW) = 0, und man erhélt asymptotisch

0
(artey W)
(v W)~ R) = BW") — Rt S(W, — W) H (W, ~ W),

1

H*(W; — W*),

wobei H* = 8> R(W*)/OWOW. Unter der Annahme, da§ R(W*)—R klein ist und H(W,) ~
H* erhilt man

d

awt = - (Wi — W7), (3.11)
d
' = ane <§(Wt - WHTH* (W, - W*) — 77t> . (3.12)

Definiert man die quadratische Fehlergrofie
1
e = 5 (Wi - WHTH* (W, — W*), (3.13)
dann ergibt sich aus G1.(3.11) und GI1.(3.12)

ér = —2mer, T = afimer — an;. (3.14)

Das Verhalten des Gleichungssystems (3.14) ist interessant: Der Ursprung (0,0) ist ein At-
traktor seiner Dynamik und wenn man von einem adiquaten Anfangswert startet, so hat
das Gleichungssystem Losungen der Form

1/1 1 1 11
- (z2-2).2 2 — .- 1
et (2 a) . (>2), und 57 (3.15)

Mehrere Punkte sind hier wichtig anzumerken:

e Die % Konvergenzrate des Fehlers e; ist die optimale (schnellstmégliche) Ordnung der
Konvergenz jedes beliebigen Schitzers Wt, der zum Optimum W* konvergiert.

e Gl.(3.11) und (3.12) liefern also einen allgemeinen on-line Algorithmus mit der schnellst-
moglichen Konvergenzrate.

e Damit der obige Algorithmus funktionieren kann, miissen die Gréflen H* und [ verfiigbar
sein.

Insbesondere der letzte Punkt ist in der Praxis nicht erfiillt, daher muf} der gefundene Al-
gorithmus weiter verallgemeinert werden.

3.3.1 Adaptive Lernrate und Fluf}

In der Praxis sind weder die Hessematrix H* noch der Erwartungswert des Fehlers, noch
das Minimum des Erwartungswert des Fehlers bekannt. Weiterhin gibt es in Anwendungen
der Quellentrenung keine explizite Fehlerfunktion.
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Daher wird ein verallgemeinerter Lernalgorithmus benétigt:
VAVt+1 = Wt - ntf(xt+1aYt+1;wt): (3.16)

wobei der Flufl f die Modifikation der Parameter bestimmt, wenn ein neuer Datenpunkt
(Xt41,Yt+1) zur Verfiigung steht. Somit ist es nicht notwendig, die Existenz einer Fehler-
funktion anzunehmen, sondern es wird nur ein gemittelter Fluf3 benttigt, der am Optimum
verschwindet, d.h.

(f(x,y; W*)) = 0.
Fiir den Fall, daf} eine Fehlerfunktion gegeben ist, kann der Gradient der Fehlerfunktion als
FluB eingesetzt werden.

Man betrachtet nun die gemittelte, kontinuierliche Version von Gleichung (3.16) und ent-
wickelt sie um das Optimum:

d
Ewt = —n (f(x,y; Wy)) ~ —n: H* (W — W¥), (3.17)

wobei H* = (0f (x,y; W*)/OW) ist.
Angenommen, es gibe einen Vektor v mit der Eigenschaft

vIiH* = \vT, (3.18)
und weiterhin sei ¢ als eine Projektion des Flusses auf v definiert :
&= (VIEx,y; Wy)) ~ v H* (W, — W*), (3.19)

dann kann die Dynamik der £ als

%ft = —Ane&e- (3-20)

approximiert werden. Mit der Variablen ¢ wird eine Modifikation der Lernregel fiir n wie
folgt definiert

Ner1 = N + omye (B1&| — me) (3.21)

beziehungsweise die kontinuierliche Version davon

d
= A (Bl —me) - (3.22)

Intuitiv entspricht ¢ einer eindimensionalen Pseudodistanz, bei der der mittlere Flufl
auf eine einzelne Richtung v projiziert wird. (Man konnte £ als Fehler analog zu Gl. (3.13)
interpretieren.)

Wichtig ist nun, eine intelligente Projektion so zu wéhlen, daf3 es hinreichend ist, alle
Dynamik des Flusses entlang dieser Richtung zu beobachten.

Die Variable ¢ ist entweder immer positiv oder immer negativ, abhingig davon, welcher
Anfangswert gewéhlt wird. Die beiden Gleichungen (3.20) und (3.22) sind damit dquivalent
zum Gleichungssystem (3.14). Somit sind ihre asymptotischen Losungen gegeben als

B\\X a) t’

Wiederum ahnlich wie im letzten Abschnitt zeigt sich, dal der Algorithmus konvergiert,
jedoch diesmal ohne eine explizite Fehlerfunktion oder eine Hessematrix zu benutzen.

In diesem Algorithmus ist es wichtig, eine gute Projektion v zu finden. Dafiir nimmt man
folgendes an: (1) der minimale Eigenwert der Matrix H* sei geniigend viel kleiner als der

1 /1 1 1 11
ft:_<___>'_ und ntzx‘g- (323)
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zweitkleinste Eigenwert und (2) daher wird sich der Parametervektor W nach einer grofien
Anzahl Tterationen aus der Richtung des minimalen Eigenvektors von H* dem Optimum
ndhern. Unter diesen Bedingungen kann die Entwicklung des geschédtzten Parameters als
eindimensionaler Prozefl verstanden werden und es kann jeder beliebige Vektor als v ver-
wendet werden, aufler die zum minimalen Eigenvektor orthogonalen Vektoren. Der beste
und effizienteste Vektor wird natiirlich der minimale Eigenvektor selbst sein, der (fiir eine
grofe Anzahl von Iterationen) durch v = (f)/||(f)|| approximiert werden kann. Daher ist es
moglich, £ = ||(f)|| fiir £ einzusetzen.

Ersetzt man nun den Mittelwert des Flusses durch einen gleitenden Mittelwert (leaky ave-
rage), dann erhilt man folgenden modifizierten Algorithmus

Wt+1 = Wt - ntf(xt+17Yt+1§ Wt)a (3-24)
Rt+1 = (]. — (S)Rt + (Sf(Xt+1,yt+1; Wt), (0 < ) < ].) (325)
Ner1 = M+ ame (BlRegall —me), (3.26)

wobei 6 den Grad des gleitenden Mittelwertes kontrolliert und R. als Hilfsvariable verwandt
wird, um den gleitenden Mittelwert des Flusses zu berechnen.

3.3.2 Anwendung in der Quellentrennung

Die Definition des Flusses f in Gleichung 3.24 ergibt sich in der Anwendung auf die Quel-
lentrennung aus dem jeweils verwendeten algorithmischen Verfahren.

Es ist ja das Ziel, die Gewichtsmatrix W (¢) so anzupassen, daf} der Vektor der entmischten
Signale bis auf Permutation und Skalierung mit dem Vektor der Originalsignale iiberein-
stimmt,.

y(t) = W(t)x(t) = W(t)A(t)s(t) = A(t)P(t)s(t) (3.27)

Dies wird durch die Minimierung einer Kontrastfunktion erreicht (siehe Kapitel 2). Die
Minimierung erfolgt beispielsweise durch ein Gradientenabstiegsverfahren, d.h. die Matrix
W wird in Richtung des negativen Gradienten der Kontrastfunktion verdndert. Die Stirke
der Anderung wird durch die Lernrate 7(t) bestimmt, wobei 7(t) nicht fest vorgegeben ist,
sondern geméf Gl1.(3.26) berechnet wird. Wird beispielsweise der INFOMAX-Algorithmus
verwendet, dann hat Gl. (3.24) die Form:

W(t+1) = W(t)—nt)f(y®),x(t), W(t))
= W) —n(t) (T- fly)y)W(1), (3.28)

wobei f() eine ungerade, nichtlineare Funktion ist (Amari et al., [4]; cf. Kapitel 2).

Basierend auf dem Algorithmus von Molgedey & Schuster auf Seite 9 erhilt man unter der
Annahme die Elemente der Diagonale der Mischungsmatrix seien auf 1 normiert, d.h. der
Vektor des entmischten Signals sei

y(t) = W(t)x(t) = (L+ C(#)) ™' x(1),

die Lernregel fir C(t) (cf. [36]) :

Cit+1) = C
i) (3.29)
Acij(t) oo (i (D)y; (1) (i(B)y; () + (25 (B)y;(E — 7)) (wi(t)y; (£ — 7)),
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wobei die Mittelwerte durch sogenannte gleitende Mittelwerte (leaky average) ersetzt werden:

(2 ()Y (t)heaky = (1 — €){x;(t — D)y;(t — T)heaky + €z (t)y;(t).

Hier ist zu bemerken, daf§ die notwendigen Bestandteile des Flusses f aus Gl1.(3.24)-(3.25)
fiir diesen Fall die gleichzeitigen und die zeitversetzten Korrelationen sind.

Ahnlich wie fiir GI. (3.29) und (3.28) vorgefiihrt, l:ift sich das Adaptationsverfahren auf alle
iterativen Quellentrennungsalgorithmen anwenden. Je nach Anwendung &ndert sich nur die
FluBberechnung.

3.4 Simulationen

Anhand von numerischen Simulationen soll im folgenden untersucht werden, ob die Quellen-
trennung auch bei einer zeitlich verdnderlichen Mischungsmatrix gelingt und welche Vorteile
der gefundene Algorithmus mit adaptiver Lernrate bietet.

3.4.1 Experiment 1

In diesem Experiment wird ein Teil der 10000 Abtastungen der Testsignale aus Datensatz
I mit einer (zufilligen) Mischungsmatrix A und ein anderer Teil mit einer zweiten Matrix
B gemischt, d.h. die Mischungsmatrix bleibt nicht konstant, sondern #ndert sich sprung-
haft nach 5000 Zeitschritten. Bei diesen Mischsignale wird nun versucht, mit den “batch”—
Algorithmen aus Kapitel 2 (EIGSEP, TDSEP, JADE und INFOMAX) eine Trennung durch
die Bestimmung einer Entmischungsmatrix zu erreichen. Dies ist natiirlich nicht moglich,
und vermutlich wird statt dessen eine Mittelung zwischen den Matrizen A und B geschétzt.
Deshalb werden die Trennungsfehler (Performance-Index SIR) in Bezug auf A, B und (A +
B) ausgewertet.

Algorithmus | A B | (A+B)

EIGSEP 0.58 | 0.66 0.52
TDSEP 0.83 | 0.96 0.14
JADE 0.73 | 1.23 0.25

INFOMAX | 0.89 | 0.82 0.5

Tabelle 3.1: Performance-Index SIR in Bezug auf A , B und (A + B)

Anhand der Ergebnisse in Tabelle 3.1 wird deutlich, daf§ keiner der Algorithmen die Signale
trennen kann. Die ermittelte “Mischungsmatrix” stimmt weder mit A oder B noch mit
(A + B) iiberein.

Obwohl der Trennungsfehler bei (A + B) durchweg geringer ist, liegen die Werte des SIR. in
der Groflenordnung, die auch eine zufillig ermittelte Matrix erzielen wiirde, daher kann die
Vermutung, die Mischungsmatrix habe die Form (A + B), nicht bestitigt werden.

Eine Signaltrennung wird also keinesfalls erreicht. Deshalb soll im folgenden Abschnitt die
Leistungsfihigkeit des gefundenen on-line Algorithmus bei solchen nicht stationiiren Mi-
schungen experimentell untersucht werden.

Um die Eigenschaften des on-line Algorithmus und insbesondere den Einflufl der Lernrate
genauer zu studieren, wird eine Methode zur Performance—Analyse benotigt.

Die Adaptivitit des on-line Algorithmus erfordert hierzu ein anderes Vorgehen als bei den
“direkten” Verfahren im dritten Kapitel. Das Konvergenzverhalten von Iterationsverfahren
kann durch ein Monitoring der Parameter untersucht werden, d.h. die Entwicklung des Tren-
nungsfehlers (Performance-Index) oder der Mischungskoeffizienten W (¢) und der Lernrate
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n(t) wird wihrend des Iterationsprozesses mitverfolgt. So 148t sich erkennen, ob bzw. nach
wievielen Iterationen der Algorithmus konvergiert und wie stark die Mischungskoeffizienten
oszillieren.

3.4.2 Experiment 2

Zwei Signale s1(t) und s2(t) aus Testdatensatz I werden mit einer (2 x 2) Mischungsmatrix
gemischt:
A= { 1.0 0.9 } -

0.7 1.0

Diese Mischsignale werden mit dem INFOMAX Algorithmus (vgl.(3.28)) unter Verwendung
von unterschiedlichen konstanten Lernraten “on-line” getrennt.

Die Schitzung der Mischungsmatrix wird in jedem Iterationsschritt protokolliert und die
letztlich (in der Oszillationsphase) erreichte Trennungsqualitidt mit dem Giitekriterium 2.48
beurteilt.

Das Experiment ergab bei vier verschiedenen, konstanten Lernraten folgende mittlere Tren-
nungsfehler:

Lernrate n | Konvergenzzeitpunkt Trennungsfehler
Mittelwert | Streuung
0.005 600 0.208 0.123
0.001 2500 0.049 0.025
0.0005 5000 0.025 0.011
0.0001 > 10000 - -

Tabelle 3.2: Konvergenzzeitpunkt und Trennungsfehler beim on-line Lernen mit verschiedenen
konstanten Lernraten.

Noch deutlicher ist der Einfluf} der Lernrate an der zeitlichen Entwicklung der Mischungs-
koeffizienten bzw. der Trennungsfehler zu erkennen (siche Abbildung 3.1 bzw. 3.2). Das
zu erreichende Lernziel A ist in Abbildung 3.1 als gestrichelte, rote Linie bei a2 = 0.9
bzw.as; = 0.7 eingezeichnet.

Das Experiment zeigt deutlich den starken Einflufl der Lernrate auf die Schitzung der Mi-
schungsmatrix. Ist die Lernrate grof}, werden die Mischungskoeffizienten recht schnell appro-
ximiert, aber diese Lésung ist nicht stabil, sondern oszilliert stark um das Optimum (gestri-
chelte Linie). Mit einer kleineren Lernrate verringern sich die Fluktuation der Schitzung um
die wahre Losung. Allerdings wird die optimale Lésung erst spéter als bei Verwendung der
grofleren Lernrate erreicht. Das bedeutet, die stabilere Schétzung mufl mit einer erheblich
geringeren Konvergenzgeschwindigkeit bezahlt werden.

Wiinschenswert wire aber ein Algorithmus, der sowohl eine hohe Konvergenzgeschwindigkeit
als auch eine stabile Losung garantiert. Da die Oszillationen bei einer kleineren Lernrate
geringer werden, sollte die Lernrate zuerst relativ grofy gewiihlt werden und dann allméhlich
verkleinert werden. Dies wird im néchsten Experiment untersucht.
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Abbildung 3.1: Entwicklung der Mischungskoeffizienten wihrend des on-line Lernens mit verschie-

denen Lernraten n; = [0.005,0.001, 0.0005, 0.0001] .
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Abbildung 3.2: Entwicklung der Trennungsfehlers SIR withrend des on-line Lernens mit verschie-

denen Lernraten 7; = [0.005, 0.001, 0.0005, 0.0001] .
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3.4.3 Experiment 3

Die Bedingungen und die verwendeten Daten in diesem Experiment sind die gleichen wie in
Experiment 2, jedoch bleibt die Lernrate n nicht konstant, sondern wird mit der Zeit immer
kleiner. Das Abkiihlen der Lernrate geschieht nach einem festen Schema entsprechend der
Formel n(t) = aexp(ft).

0.9 i |H A/ HIAASA A AAAAA A e oo

0.8 .

0.7 H A A/ HAA A A A A oA s =

Mischungskoeffizienten

0.5 Il Il Il Il Il
0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000

Lernrate n
N w
T T
1 1

(=Y
T
1

0 1 1 1 1 1
0 1000 2000 3000 4000 5000 6000 7000 8000 9000 10000
Iterationen

Abbildung 3.3: Entwicklung der Schitzung der Mischungskoeffizienten bei exponentiellem
Abkiihlen der Lernrate n(t) = 0.004 exp(1.5¢t).

Es zeigt sich, dafl durch das Abkiihlen der Lernrate die anfianglich starken Oszillationen rasch
gedimpft werden und dadurch die Mischungskoeffizienten deutlich besser geschétzt werden.
Allerdings geht durch das permanente Abkiihlen der Lernrate die Fihigkeit der Adaptation
des Netzes an eine Verinderung des Lernzieles, d.h. der Mischungsmatrix, verloren.
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3.4.4 Experiment 4

In den folgenden Simulationen wird das Verhalten des on-line Algorithmus bei Verdnderung
der Mischungsmatrix (durch Schalten) untersucht. Die Verfahren aus Kapitel 2 sind nicht
in der Lage, solche Verinderungen zu beriicksichtigen, wie das Experiment 1 gezeigt hat.
Hingegen sollte der adaptive on-line Algorithmus, durch die automatische Steuerung der
Lernrate sowohl auf Verdnderungen der Mischungsmatrix angemessen reagieren, als auch zu
einer stabilen Losung gelangen.

Es wurden dazu zwei Testsignale aus Datensatz I folgendermaflen gemischt;:

| s1(t) := sign(cos(2m 5t))
s(t) = { so(t) 1= sifL(Qﬂ'St)

x(t) = As(t) fir 0<t< 5000,
x(t) = Bs(t) fiir 5000 < ¢ < 10000,

wobel

1 09

0.7 1

A:{ 04 1

} 1nd B — { 1 0.6}

Diese nicht stationire Mischung wird mit dem “adaptiven on-line” Algorithmus

(cf. Gl. (3.24)-(3.26) und (3.28)) getrennt.

Die Abbildung 3.4 (oben) zeigt die zeitliche Entwicklung der Mischungskoeffizienten. Das
Lernziel ist gestrichelt eingezeichnet. Im unteren Teil ist der Verlauf der automatischen
Einstellung der Lernrate zu sehen.
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Abbildung 3.4: Schiitzung der zeitabhingigen Mischungsmatrix mit adaptiver Lernrate

Anfanglich ist die Schiitzung der Mischungsmatrix weit von der optimalen Losung entfernt,
deshalb wird zun&chst die Lernrate stark erhtht. Die Schitzung gelangt so sehr schnell in
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die Ndhe des Optimums. Jetzt wird die Schrittweite verkleinert, so daf3 die Losung stabil
bleibt.

Nach 5000 Iterationen dndert sich plétzlich das Lernziel (Mischungsmatrix), deshalb wird
die Lernrate wieder etwas erh6ht und dann erneut allméhlich abgekiihlt.

Dadurch wird eine schnelle und stabile Schiatzung der Mischungsmatrix erreicht, und gleich-
zeitig bleibt die “Anpassungsfihigkeit” an eine Veréinderung der Mischungsverhéltnisse er-
halten.

Im zweiten Teil dieses Experimentes wird nochmals die Leistungsfihigkeit des adaptiven
on-line Algorithmus anhand eines “liingeren” 2 akustischen Beispiels demonstriert. Die Auf-
nahmen eines bekannten Zungenbrechers (“Fischer’s Fritz fischt frische Fische ...”) und einer
Hintergrundmusik (“Donauwalzer”) wurden im Computer so gemischt, dafl nach 2,5 Sekun-
den von einer Mischungsmatrix A auf eine andere Mischungsmatrix B umgeschaltet wird
und nach 7,5 Sekunden wieder auf Matrix A zuriickgeschaltet wird.

s(t) = { s1(t) : “Sprachsignal

s2(t) : “Hintergrundmusik”

x(t) = As(t) fiir 0<¢< 20000 und 60000 < ¢ < 80000,
x(t) = Bs(t) fir 20000 < t < 60000,

wobei

1 09

06 1

A:{ 04 1

Juan=| }, %)

Die Varianz dieser akustischen Signale ist, #hnlich wie die der Signale aus Testdatensatz IV,
nicht konstant. Besonders das Sprachsignal hat abwechselnd eine sehr grofie und eine sehr
kleine Varianz (siehe Abbildung 3.5). Zur Trennung dieser Daten wurde der adaptive on-line
Algorithmus in der Variante aus G1.(3.29) verwendet.

Wie Abbildung 3.6 zeigt, konnte der Algorithmus der Anderung der Mischungsmatrix folgen,
indem die Lernrate automatisch erh6ht wurde. Die Vergroflerung der Lernrate bei 50000
Zeitschritten ist auf die sehr grofle Varianzschwankung des Sprachsignals an dieser Stelle
zuriickzufiihren (vgl. Abbildung 3.5).

210 Sekunden bei einer Abtastrate von 8000 Hz =80000 Datenpunkte
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Kapitel 4

Konvolutive Quellentrennung

4.1 Erweiterung des Mischungsmodells

Die bisher vorgestellten Algorithmen gingen alle von zeitlich unverzogerten (instantanen)
Uberlagerungen unabhingiger Signale aus. Dieses Modell ist zwar in der Praxis anwend-
bar, wenn schmalbandige Signale durch elektro-magnetische Wellen mit Lichtgeschwindigkeit
iibertragen werden und deren Laufzeitverzogerungen in Relation zur Ubertragungsgeschwin-
digkeit vernachlissigbar gering sind. Fiir eine Losung des in der Einfiihrung beschriebe-
nen “Cocktail-Party Problems” ist dieser Ansatz jedoch unzureichend. Schallwellen breiten
sich nur in Materie aus, und die Ausbreitungsgeschwindigkeit ist relativ gering (in Luft bei
0° : 331,8m/s ) Deshalb iiberlagern sich akustische Signale fast nie ausschliefilich instantan,
sondern es kommt zusétzlich zu frequenzabhingigen Laufzeitverzégerungen und Reflektio-
nen. Dies bewirkt Uberlagerungen von gefilterten Versionen der Signale. Die Funktion, die
diese Filterwirkung beschreibt, wird Raumiibertragungsfunktion genannt. Sie hingt von
vielen Faktoren ab, wie z.B. der Grofle des Raumes, der Beschaffenheit der Winde, der
Lufttemperatur usw. Ein Szenario mit zwei akustischen Signalquellen, die in einer realen
Umgebung (z.B. Biiroraum) mit zwei Mikrofonen erfafit werden zeigt Abbildung 4.1.

Abbildung 4.1: Szenario mit konvolutiver Uberlagerung: Die Mikrofone empfangen neben den
direkten Signalen auch noch die frequenzabhingig verdnderten Echos der Signale.
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Mathematisch kann der Uberlagerungsprozes als Linearkombination von Faltungsprodukten
(Konvolution) der Signale mit der Impulsantwort der Raumes h;j(t) modelliert werden.

N M
ZZhij(T)Sj(t—T), (41)

j=17=0

N
= Z hij * 5i(t), (4.2)

z;(t)

wobei die s;(t) die unbekannten Originalsignale und die z;(¢) die gemessenen Mikrofonsignale
bezeichnen. Die Impulsantwort h;; ist das Signal, das vom Mikrofon ¢ aufgenommen wird,
wenn am Ort der Quelle j ein Deltaimpuls (etwa ein In-die-Hidnde-Klatschen) ausgesendet
wird. In diesem Modell sind sowohl Laufzeitverzogerungen als auch Echos beriicksichtigt.
Im folgenden soll aus Griinden der vereinfachten Darstellung davon ausgegangen werden,
daf3 2 Signalquellen (s1,s2) von 2 Mikrofonen aufgenommen werden. In diesem Fall ergibt
sich fiir die Mikrofonsignale (z;,z2) das Mischungsmodell:

T2 (t) Ay * 81(t) + @y * 52(1)

[ 1 (1) ] _ { a1y * $1(t) + ayp % 52(t) ] (4.3)

Vereinfachend kann weiterhin angenommen werden, dafl die Impulsantworten a;; und @,
durch einen Deltaimpuls angenshert werden kénnen. Dies ist dann zulissig, wenn sich Si-
gnalquelle 1 nahe bei Mikrofon 1 und Signalquelle 2 nahe bei Mikrofon 2 befindet.

[ 21 (t) } N { s1(t) + o * 52(1) } (4.4)

za(t) | | s2(t) +agy * s1(t)

Zur Trennung der Signale mufl dieses System invertiert werden, d.h. man muf} Filter a,,
und a,, finden, so daf gilt:

{ yi (1) } _ { 21 (t) = @y * w2(1) } (4.5)

ya(t) 22(t) = @y * 21 (1)

y1 soll hier nur von s; und y» nur von s, abhéngen.

Um dies zu erreichen, konnte versucht werden, wie in Kapitel 2 eine Kontrastfunktion in
Abhéngigkeit von den Filterkoeffizienten zu minimieren (vgl. Yelin und Weinstein, 1994 [49];
Thi und Jutten, 1994 [44]; Lee, Bell und Lambert, 1997 [27]).

4.2 Quellentrennung im Frequenzbereich

Eine andere Idee beruht auf dem vom Rechenschieber bekannten Verfahren von Transfor-
mation und Riicktransformation. Dort wird die Logarithmusfunktion zur Multiplikation von
zwei Zahlen durch Addition (Verschiebung) ausgenutzt.

In dhnlicher Weise kann durch eine Fouriertransformation die Faltung im Zeitbereich durch
eine Multiplikation im Frequenzbereich berechnet werden.

Die Fouriertransformation fiir diskrete Signale (DFT) ist definiert als:

oo

X(jw) =Y a(t)e ! (4.6)

—00
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wobei w = 27 f/ fs die normierte Frequenz ist und f,s die Abtastrate bezeichnet.
Der sogenannte Faltungssatz der Fouriertransformation,

h(t) * z(t) o—e H(jw)X (jw), (4.7)

liefert die Grundlage fiir diesen Ansatz zur Quellentrennung. Damit wird die Faltung in GI.
(4.2) in ein Produkt umgewandelt.

Ein Nachteil der Fouriertransformation besteht darin, dafl die zeitliche Auflésung verloren
geht. Dies kann durch die Einfithrung einer Kurzzeitfouriertransformation verbessert werden.
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Abbildung 4.2: Einteilung eines Signals in Blscke mit Hilfe eines Analysefensters.

Dazu wird das Signal mit Hilfe einer Fensterfunktion w(t) (Abb. 4.2) in iiberlappende Blocke
der Liange N unterteilt und jeder Block wird fouriertransformiert:

z(n,t) = z(t) - w(t + nr) (4.8)

N—-1
X(wp,t) = Y #(n,t)e™7n (4.9)
n=0

Dieser Ausdruck ist eine Funktion des diskreten Frequenzindexes k und des Zeitindexes ¢
des Blockes. Die auf diese Weise gewonnene Zeit—Frequenz—Darstellung eines Signals (siehe
Abbildungen 4.7 und 4.3) wird als Spektrogramm bezeichnet. Das Spektrogramm liefert eine
dreidimensionale Darstellung, wobei die zeitliche Dimension auf der X-Achse, die Frequenz
auf der Y-Achse und der Energiegehalt auf der Z-Achse repriisentiert wird. In Abbildung
4.3 ist die Intensitdt durch Grauwerte codiert (je dunkler, desto hoher die Intensitit).

Die Spektrogramme der Mikrofonsignale X; und Xs haben auf Grund des Faltungssatzes
der Fouriertransformation die Form:

X1 (w,t) | S (w,t) — A12(w)52(w’t)
|: XQ(W,t) :| [ Sg(w,t) —Am(w)Sl(w’t) (410)

wobei A die Fouriertransformierte der Filterkoeffizienten a und S(w,t) die Spektrogramme
der Mikrofonsignale s(t) bezeichnen.
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Abbildung 4.3: Berechnung der Zeit—Frequenz—Darstellung via Kurzzeitfouriertransformation

Die Frequenzbinder X (wy,t), Xo(wg,t) bestehen jetzt aus den Linearkombinationen der
Frequenzbénder S (wg,t) und Sa(wg,t) der unabhéingigen Quellsignale.

Die konvolutiven Mischungen im Zeitbereich werden so zu instantanen Mischungen im Fre-
quenzbereich. Diese kénnen mit den in Kapitel 2 vorgestellten Algorithmen getrennt werden
und man erhilt dann die fouriertransformierten Filterkoeffizienten A,,; A5, sowie die Spek-
trogramme Y] (w,t); Y2(w,t) der rekonstruierten Originalsignale. Diese werden mittels der
inversen Fouriertransformation! und der “overlap add” Methode [38] wieder in den Zeitbe-
reich iiberfiihrt. Die Abbildung 4.4 zeigt den geschilderten Ablauf noch einmal schematisch.

1Zur effizienten Berechnung der Fouriertransformation (DFT) bzw. inversen Fouriertransformation
(IDFT) wird die schnelle Fouriertransformation (FFT) benutzt [38].
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Abbildung 4.4: Quellentrennung im Frequenzbereich.

4.3 Beispiel: Sprecher und Hintergrundmusik

In diesem Beispiel werden die Testsignale aus Datensatz IV konvolutiv, d.h. entsprechend
Modell 4.4 gemischt.

[ 1 (t) } _ { s1(t) + ay5 * 82(t) (4.11)

(1) $2(t) + apy * s1(t)

Die Filterkoeffizienten betragen a,, = [-0.2, 0.4, 0.7] und a,; = [0.5, —0.3, 0.2] (sieche Ab-
bildung 4.5) Diese “simulierten” Mikrofonsignale enthalten die Mischungen des Sprachsignals
und der Piccoloflote sowie auflerdem noch Mischungen der Echos dieser Signale. Obwohl die
Echos so kurz sind, daf sie fiir einen menschlichen Zuhorer gar nicht wahrnehmbar sind,
schldgt eine direkte Entmischung nur mit Verfahren aus Kapitel 2 fehl, weil die Modell-
annahmen der linearen und unverzogerten Uberlagerung y(t) = Ax(t) nicht erfiillt sind.
Verwendet man jedoch die Kurzzeitfouriertransformation und trennt jeden Frequenzkanal
einzeln mit einem der Verfahren aus Kapitel 2, dann kénnen die Originalsignale, wie oben
beschrieben, rekonstruiert werden.

Im konkreten Beispiel wurden zunéchst die Spektrogramme der beiden Mikrofonsignale be-
rechnet. Bei einer BlockgréBe von 128 und einem Uberlappungsfaktor von 110 erhilt man je
64 Frequenzkanile der Linge 549. (Durch die Symmetrie der DFT fiir reellwertige Signale
sind auch die Spektrogramme symmetrisch.)

Diese 2 x 64 Frequenzkanile werden dann beispielsweise mit dem TDSEP—-Algorithmus un-
ter Verwendung von 20 Korrelationsmatrizen entmischt. Die so ermittelten getrennten Fre-
quenzkaniile bilden zusammen die getrennten Spektrogramme der Sprachaufnahme und der
Piccoloflote.

Durch Riicktransformation in den Zeitbereich mittels der inversen Fouriertransformation
und geeignetes Aufsummieren werden daraus die getrennten Originalsignale rekonstruiert
(sieche Abbildung 4.6).

Aus den 64 Mischungsmatrizen kénnen durch die inverse DFT auch die Filterkoeffizien-
ten der Raumiibertragungsfunktion zuriickgewonnen werden. Die Abbildung 4.5 zeigt die
vom erweiterten Quellentrennungsalgorithmus ermittelten (geschétzten) Filterkoeffizienten
im Vergleich zu den “wahren” Werten.

Man erkennt, daf§ die Schiitzung im wesentlichen (bis auf Skalierung) mit den gesuchten Fil-
tern iibereinstimmt. Der Vergleich der Filterkoeffizienten ist jedoch nicht so aussagekriftig,
wie der Vergleich der Mischungsmatrizen in Kapitel 2, da die Leistung in den einzelnen
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Abbildung 4.5: Vergleich der Filterkoeffizienten.

Frequenzbindern stark davon abhingig ist, wieviel Energie des Signals in diesem Band kon-
zentriert ist. Daher kann die “subjektive” Qualitiit, (beim Anhoren) durchaus sehr viel besser
sein, als aus dem Vergleich “zu sehen” ist. Eine bessere Vorstellung von der Trennungsgiite
kann aus dem Vergleich der Spektrogramme der rekonstruierten Signale mit denen der Ori-
ginalsignale gewonnen werden (siche Abbildung 4.7). Die Mikrofonsignale enthalten sowohl
Anteile des Sprachsignals, als auch Anteile des Signals der Piccoloflste. Die rekonstruier-
ten Signale weisen fast keine Uberlagerungen mehr auf, das bestiitigt auch ein “akustischer”
Vergleich. Die Unterschiede zwischen Original und Rekonstruktion sind kaum wahrnehmbar.
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Abbildung 4.6: “unbekannte” Originalsignale, gemischte Mikrofonsignale und rekonstruierte (ge-
trennte) Signale.



o8
Originalsignal 1
4000 !
N =
T
£
N
c
[}
>S5
o
o
LL
0.5
Zeit in Sek.
Mikrofonsignal 1
4000 o
~ 3000
T
£
s
$ 2000
>
oy
o
% 1000
0
0 0.5 1
Zeit in Sek.
Rekonstruiertes Signal 1
4000 =
~3000| - >
< =
£ 2000 -
>
o
o
% 1000
0
0 0.5 1

Zeit in Sek.

KAPITEL 4. KONVOLUTIVE QUELLENTRENNUNG

Originalsignal 2

4000 i_
g S
N 3000 = 1,
= - i
S 2000 |
g - —
2 ———— |
o = S
L 1000 G— 3
0 " "
0 0.5 1
Zeit in Sek.
Mikrofonsignal 2
4000 =
~ 3000 e -
T ——
£ -
E 2000 e e
g - —
S — ]
L - ———
1000 _— *
-
, e —— =
0 0.5 1
Zeit in Sek.
Rekonstruiertes Signal 2
4000
~ 3000 o
T _— =
= L e N
£ 2000 fr—
g —_— —
= e 3
o —— - . _am
L 1000 = i i ———
[ —
0
0 0.5 1
Zeit in Sek.

Abbildung 4.7: Die Spektrogramme der Signale vor und nach der Quellentrennung im Vergleich zu
den Spektrogrammen der Originalsignale (oben). Die Mikrofonsignale (Mitte) enthalten neben den
typischen Zeit—Frequenz Mustern von Sprachlauten auch die der Piccolofléte. Die rekonstruierten
Signale (unten) weisen fast keine Uberlagerungen mehr auf.



59

Kapitel 5

Anwendungen

Es ist nicht genug zu wissen, man muf$ es auch anwenden!
J.W. Goethe.

5.1 Motivation

Nachdem die Quellentrennungsalgorithmen in den Experimenten ihre Leistungsfihigkeit un-
ter Beweis gestellt haben, sollen in diesem Kapitel einige “Realworld” Probleme diskutiert
werden, in denen die Trennung von Signalen eine grofle Herausforderung darstellt und der
Einsatz der vorgestellten Algorithmen vielverspechend wire.

Anwendungsmoglichkeiten fiir die Quellentrennung ergeben sich immer dann, wenn mehrere
Signale gleichzeitig mit mehreren Sensoren gemessen werden und durch andere Mafinahmen
nicht verhindert werden kann, daf} sich die Signale in den Sensoren iiberlagern. Fiir jeden
konkreten Anwendungsfall mufl entschieden werden, welches Mischungsmodell zutreffend ist,
d.h. ob die Uberlagerungen der Signale linear und unverzdgert sind, ob sich die Signalquellen
bewegen oder als stationdr betrachtet werden kénnen, wie grofl der Einflufl von Systemrau-
schen ist, ob ausreichend Daten zur Verfiigung stehen und vor allem, ob die Hauptannahme
der statistischen Unabhingigkeit der Quellsignale plausibel ist.

Im folgenden soll der Einsatz der Quellentrennung am Beispiel der Identifikation von Ob-
jekten durch Funkwellen und der Artefaktbereinigung mehrdimensionaler biomagnetischer
Daten diskutiert werden.

5.2 Tele—Objektidentifikation

Im Zeitalter fortschreitender Automatisierung von Arbeitsprozessen ist es erforderlich, eine
Verkniipfung von realen Objekten oder Subjekten mit ihren Reprisentationen in Computer-
systemen zu schaffen. Dazu werden die Objekte beispielsweise mit einem maschinenlesbaren
Code versehen. Bei der Einrichtung solcher Systeme gilt es, zwischen zwei Zielen abzuwégen:
der schnellen Ubertragung der Information und den Kosten der Kennzeichnungssysteme.
Sollen hohe Erfassungsgeschwindigkeiten und einfache Handhabung erreicht werden, bietet
sich folgende Technik an:

Jedes der zu erfassenden Objekte wird mit einem Minisender ausgestattet, der mit einer fest
montierten Basisstation “kommuniziert”, sobald er sich dieser nihert.

Dazu sendet die Basisstation permanent eine elektomagnetische Welle z.B. der Frequenz 154
kHz. Kommt dann eines der mit einem Minisender ausgestatteten Objekte so nah an die
Basisstation heran, daf} die Energie des elektromagnetischen Feldes ausreicht, den Minisender
in Betrieb zu setzen, sendet dieser eine auf (s)einem Speicherchip befindliche Nachricht (z.B.
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seinen Code) . Diese Nachricht wird von der Basisstation empfangen und decodiert. Der
empfangene Code kann jetzt beispielsweise dazu benutzt werden, den Minisender (und damit
das Objekt) zu identifizieren und weitere Informationen z.B. aus einer Datenbank abzurufen
oder bestimmte vorher festgelegte Handlungen einzuleiten. Diese Technologie wird bereits
vielfiltig eingesetzt, z.B. zur:

e Kennzeichnung von Lagerbestdnden in vollautomatisierten Fabriken
e Zugangskontrolle in Sicherheitsbereichen

e Diebstahlsicherung in Kaufh&usern

e Kennzeichnung von Laborproben in der medizinischen Diagnostik

Probleme ergeben sich immer dann, wenn sich mehrere Sender gleichzeitig im Bereich einer
Basisstation befinden und sich deren Signale iiberlagern. Dazu ein Zitat aus den “Transpon-
der News” [32] : “Few magnetic transponder systems can handle multiple tag situations. ...
As all the transponders respond at exactly the same time, they all interfere with each other
causing confused transmissions.”

Bisherige Losungen fiir dieses Problem bestehen meist in der Verwendung von unterschiedli-
chen Sendefrequenzen (frequenzmultiplex) oder aufwendigen Protokollen zur Steuerung der
Kommunikation zwischen Basisstation und Minisendern.

Durch den Einsatz von Verfahren zur Quellentrennung kénnten n Minisender gleichzeitig
auf nur einer Trigerfrequenz senden, und die Basisstation konnte, vorausgesetzt sie hat
mindestens n Antennen, die Signale trennen und den Minisender identifizieren. Somit wire
eine Realisierung des Systems mit relativ einfachen, baugleichen Minisendern mdoglich, was
erhebliche Kosteneinsparungen bewirken wiirde. Die Bedingungen fiir die Anwendung der
Quellentrennung sind erfiillt, da man von unabhéngigen Signalen ausgehen kann und sich
die Funkwellen in diesem Szenario in guter Niherung linear und unverzodgert iiberlagern.
(Dies miifite jedoch im Einzelfall iiberpriift werden.) Auflerdem kommt in der Praxis oft
erschwerend hinzu, daf} sich die Minisender bewegen und so die Mischung der Signale nicht
stationéir ist. Fiir dieses Problem bietet der Algorithmus zur adaptiven Quellentrennung die
geeignete Losung.
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5.3 Artefaktreduktion bei biomagnetischen Messungen

Bei der Reizung der Sinne durch Wahrnehmungen gelangen die dabei entstehenden Nerven-
signale iiber die Nervenfasern in das entsprechende sensorische Areal im Kortex. Die dafiir
notwendige neuronale Aktivitit fiihrt zur Entstehung von neurobiologischen Signalen, die
sich als elektrische Spannung (Elektoencephalogramm, kurz: EEG) bzw. magnetisches Feld
(Magnetoencephalogramm, kurz: MEG) messen lassen [20].

In modernen nicht-invasiven Untersuchungsverfahren der Hirnaktivitéiten werden SQUID!-
Magnetometer eingesetzt [22]. Dies sind hochempfindliche Sensoren fiir magnetische Felder,
die den 1962 entdeckten Josephsoneffekt ausnutzen. Damit ist es moglich, auch sehr schwa-
che Magnetfelder (einige hundert Femtotesla), die beispielsweise von den Ionenstrémen der
aktivierten Nervenzellen erzeugt werden, zu messen. Da das Magnetfeld der Erde wesentlich
stirker ist (in der Groflenordnung 70 Tesla), befinden sich die Sensoren in einem magne-
tisch abgeschirmten Raum. Dennoch kann es zur Beeintrichtigung der Messungen durch
korpereigene biomagnetische Storquellen kommen. So verursachen z.B. Augenbewegegungen
(MOG) Verfiilschungen der Messungen von evozierten Feldern im visuellen Kortex. Herz-
schlag (MKG) und Muskeltitigkeit (MMG) sind die Hauptstérquellen bei Messungen am
peripheren Nervensystem. Zur systematischen Untersuchung biomagnetischer Felder wird im
allgemeinen die Feldverteilung an mehreren Positionen bendétigt, da nur so ein Riickschluf}
auf die zugrundeliegenden Quellen moglich ist. Deshalb werden Vielkanal-SQUID Systeme,
also Gerdte mit mehreren Aufzeichnungsspulen eingesetzt. Beispielsweise ist im Univer-

Abbildung 5.1: Geometrische Anordnung der Mefispulen eines 49-Kanal-Magnetometers

sitdtsklinikum “Benjamin Franklin” der Freien Universitéit Berlin ein 49—Kanal-System der
Physikalisch-Technischen Bundesanstalt installiert. (Abb. 5.1 zeigt die Anordnung der Mef3-
spulen dieses Gerites.) Dieses Gerét zeichnet sich durch ein hohes Signal-Rausch Verhiltnis,
also ein geringes Eigenrauschen der Sensoren aus. Dies ist fiir die Quellentrennung sehr wich-
tig, wie das Experiment 3 auf Seite 31 gezeigt hat.

Die vielen Mefikaniile, die fiir die riumliche Auflésung wichtig sind, sowie die Eigenschaft von
Korpergewebe quasi transparent fiir magnetische Felder zu sein, d.h. die Magnetfelder beim
Passieren nicht zu verzerren, schaffen ideale Bedingungen fiir die Anwendung der Quellen-
trennung. Die Magnetfelder unabhingiger Quellen iiberlagern sich linear und unverzogert,
damit sind die Annahmen des Modells 2.1 erfiillt. Auflerdem sind viele Eigenschaften der
auftretenden Signale gut bekannt und koénnen deshalb zur Kontrolle der Trennergebnisse
verwendet werden.

ISuperconducting-QUantum-Interference-Device
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In einer ersten Anwendung konnte mit dem TDSEP-Algorithmus eine Identifikation und
Eliminierung von Storsignalen in Messungen von evozierten Magnetfeldern im Bereich der
Bandscheiben erreicht werden.

Der Einsatz von Quellentrennungsalgorithmen zur Artefaktbeseitigung oder sogar zur Iden-
tifizierung von Aktivititszentren im Kortex ist Gegenstand der aktuellen Forschung (Makeig
et al., 1997 [31]; Vigario, 1997 [47]; Ziehe et al., 1997 [50]).
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Kapitel 6

Zusammenfassung und Ausblick

In dieser Diplomarbeit wurden statistische Verfahren zur Trennung unabhéngiger Signale
aus Mischungen untersucht und mit Blick auf mogliche Anwendungen unter den Gesichts-
punkten: Trennungsleistung, Robustheit und Datenabhéngigkeit verglichen.

Dabei wird hervorgehoben, wie wichtig die Einbeziehung von a priori Wissen tiber die sta-
tistischen Eigenschaften der Signale fiir die Quellentrennung ist. Dies wurde durch die De-
finition von geeigneten Testdaten und anhand von zahlreichen numerischen Simulationen
bestatigt. Die Simulationen haben weiterhin gezeigt, dal unter der Voraussetzung einer
zeitlichen Struktur der Daten korrelationsbasierte Verfahren gleich gute Trennungsergebnis-
se liefern wie Algorithmen, die Statistiken hoherer Ordnung zur Quellentrennung ausnutzen.
Da Korrelationen wesentlich einfacher aus den Daten zu schétzen sind, ist dies fiir die prak-
tische Anwendung auf reale Probleme sehr vorteilhaft.

Durch die Erweiterung des Standardmischungsmodells x(t) = As(t) auf nichtstationédre
Uberlagerungen der Form x(t) = A(t)s(t) und die Modifikation von bestehenden “on-line”
Verfahren zu einer “adaptiven on-line” Methode konnten auch Signale, deren Mischungs-
verhéltnisse sich mit der Zeit dndern, getrennt werden. Dies wurde erreicht, indem ein Algo-
rithmus zur automatischen Steuerung der Schrittweite (Lernrate) in stochastischen Gradi-
entenverfahren entwickelt wurde. Die Leistungsféhigkeit dieses Verfahrens wurde theoretisch
begriindet und anhand von Simulationen demonstriert.

Zur Losung des “Cocktail-Party” Problems sind die Algorithmen aus den Kapiteln 2 und 3
nicht direkt einsetzbar, da sie von instantanen Mischungen ausgehen.

Es wurde deshalb das Mischungsmodell erweitert, um das anspruchsvolle Problem der Quel-
lentrennung in Umgebungen mit Echos und Hall zu 16sen.

An einem einfachen Beispiel wurde gezeigt, wie dieses Problem mittels Kurzzeitfouriertrans-
formation auf das einfacher lsbare Problem der unverzégerten Uberlagerungen zuriick-
gefithrt werden kann.

Zukiinftig sind jedoch weitere Verbesserungen erforderlich, um dieses Verfahren auch fiir
sehr grofie Riaume (spite Echos) und bewegliche Quellen einsetzen zu konnen.

In dieser Arbeit wurde stets angenommen, daf3 die Anzahl der Sensoren grofier oder gleich
der Zahl der gemessenen Quellen sei.

Eine hochst interessante Fragestellung ist, ob es mdglich wire, aus den Signalen weniger
Sensoren mehr Quellen zu extrahieren, als Sensoren verwendet wurden. Im Allgemeinen
ist dies unmoglich, da es sich um ein unterbestimmtes inverses Problem handelt. Durch
Einfiihrung zusétzlicher Restriktionen kénnte dieses Problem in Spezialfillen dennoch lésbar
sein.

Neben dieser sehr schwierigen Problemstellung gibt es weitere Ankniipfungspunkte fiir
zukiinftige Forschung:

e Anwendungen in der medizinischen Signalverarbeitung bzw. Biosignalanalyse,
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e theoretische Modellierung der Rauschrobustheit von Quellentrennungsverfahren,
e Erweiterung des Mischungsmodells auf nicht-lineare Uberlagerungen,

e Realisierung eines Quellentrenners in Hardware (ASIC) oder als Softwarelosung mit
einem digitalen Signalprozessor (DSP).
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Anhang A

Theoretische Grundlagen

In diesem Anhang werden fiir die Quellentrennung relevante Definitionen und Konzepte aus
der System- und Informationstheorie, sowie der linearen Algebra gemif [38, 13, 48] ohne
Anspruch auf Vollstindigkeit dargestellt.

A.1 Signale und Systeme

Die Darstellung einer Nachricht durch physikalische Groflen, wie z.B. elektrische Spannungen
oder Feldstérken, wird Signal genannt.

Definition 1 (Signal). Ein Signal ist eine Funktion oder Wertefolge, die Informationen
reprasentiert.

Signale kénnen beispielsweise sein:

o der wiochentliche DAX-Aktienindex

e die Messung der Herzfrequenz wéhrend des Mittagsschlafes

digitalisierte Sprachlaute

Positionen von fehlerhaften Pixeln eines TFT-Displays

e Magnetfeldstirke iiber dem auditorischen Kortex nach Présentation eines 1000 Hz Tones

Entsprechend ihren Eigenschaften kdnnen sie nach verschiedenen Kriterien eingeteilt werden:

kontinuierlich diskret
analog digital
deterministisch stochastisch
eindimensional | mehrdimensional
stationir nicht stationir

In dieser Diplomarbeit werden hauptsichlich mehrdimensionale, stochastische Signale be-
trachtet.
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Definition 2 (System). FEin System ist eine Abstraktion eines Prozesses oder Gebildes,
das mehrere Signale zueinander in Beziehung setzt.

—_—>] >
x(t) — >  System y (1)

_ ] >

Abbildung A.1: Allgemeines System

Eine wichtige Klasse von Systemen sind die linearen und zeitinvarianten Systeme (LTI Sy-
steme). Diese lassen sich besonders einfach modellieren:

mit der Eigenschaft
L[alml (t) + asxs (t)] = alL[xl (t)] + CLQL[ZIZQ(t)]. (Al)

Diese Notation bedeutet, dafl y(t) als Ausgabe eines linearen Systems bei Eingabe x(t)
berechnet wird.

Das System heifit zeitinvariant, wenn das System auf eine Eingabe z (¢ + 7) mit der Ausgabe
y(t + 7) antwortet. Die wichtigsten Vertreter der LTI Systeme sind Filter. Finite Impulse
Response (FIR) Filter verarbeiten einen zeitlich begrenzten Ausschnitt aus dem Eingabe-
strom und speichern keine Zusténde. Thre Ausgabe hingt nur von diesem Ausschnitt der
Eingabedaten ab, es gibt keine Riickkopplung.

N-1
y(n) = Z bixz(n — i) (A.2)
i=0

Hingegen sind Inifinite Impulse Response (IIR) Filter Systeme mit Riickkopplung, d.h. die
Ausgabedaten werden wieder zu den Eingabedaten hinzugefiigt. Durch diese Riickkopplung
wird die Gleichung A.2 fiir die FIR-Filter um einen Term erweitert.

M-1 N-1
y(n) = Z a;y(n —1i) + Z biz(n — 1) (A.3)
j=1 i=0

Durch die Riickkopplung kann sich die Filterausgabe beliebig lang &ndern, auch wenn keine
Eingaben mehr vorliegen. (Daher der Name Infinite Impulse Response.)

Eine weitere wichtige Klasse von Systemen sind die kiinstlichen neuronalen Netze. Dies sind
informationsverarbeitende Systeme, die als mathematische Abstraktion natiirlicher neuro-
naler Systeme gut fiir die parallele Verarbeitung mehrdimensionaler Signale geeignet sind.
Neuronale Netze bestehen aus einfachen Prozessorelementen (Neuronen), die miteinander
vernetzt sind.

Definition 3 (Neuron). Ein Neuron wird definiert als Tupel (x,w, f,y). Dabei bezeich-
net der Vektor x = (x1,...,z,) die Eingabeinformationen, die das Neuron erhdlt, und
w = (wy,...,w,) den Gewichtsvektor. Das Neuron berechnet mit Hilfe der Faktoren w; die
gewichtete Summe der Eingangswerte x;. Der skalare Ausgabewert y des Neurons wird durch
Anwendung der Aktivierungsfunktion f auf diese Summe bestimmdt.
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Abbildung A.2: Arbeitsweise eines kiinstlichen Neurons

Definition 4 (neuronales Netz). Ein neuronales Netz ist ein Tripel (N,V, L) mit einer
Menge N von Neuronen, einer Menge V von gerichteten Verbindungen und einer Lernregel
L. Diese Lernregel dient dazu, die Gewichte der einzelnen Neuronen so zu dndern, daf$ das
Netz ein bestimmtes Ein- Ausgabeverhalten erreicht.

Abbildung A.3: Ein einfaches kiinstliches neuronales Netz, mit vorwirtsgerichteten Verbindungen

Obwohl die Entwicklung kiinstlicher neuronaler Netze durch die Erforschung biologischer
Nervensysteme motiviert und vorangebracht wurde, sei an dieser Stelle betont, daf3 durch
solche kiinstlichen Systeme keinesfalls wirkliche biologische oder sogar menschliche Nerven-
systeme simuliert werden kénnen. Dennoch ist es ein Ziel, den kiinstlichen Systemen #hnlich
phantastische Eigenschaften zu geben, wie sie die Evolution {iber viele Generationen hinweg
in lebenden Systemen geschaffen hat.



68 ANHANG A. THEORETISCHE GRUNDLAGEN

A.1.1 Statistische Signalbeschreibung

In der Signalverarbeitung wird zwischen deterministischen und stochastischen Signalen un-
terschieden. Erstere sind meist durch einen geschlossenen analytischen Ausdruck beschreib-
bar, letztere erlauben nur Aussagen beziiglich gewisser statistischer Eigenschaften wie z.B.
Mittelwert, Varianz oder Korrelationen.

Das Grundkonzept der mathematischen Beschschreibung stochastischer Signale ist das des
Zufallsprozesses. In der Praxis wird dieses Modell im Rahmen der Signalverarbeitung auf
eine einzelne Folge angewandt, die als Représentant einer Schar von Musterfolgen betrach-
tet wird. Fiir ein gegebenenes zeitdiskretes Signal ist die Struktur, d.h die zugrundeliegen-
de Wahrscheinlichkeitsverteilung, im allgemeinen unbekannt und muf} irgendwie bestimmt
werden. Manchmal ist es moglich, verniinftige Annahmen iiber die Struktur des Prozesses
zu treffen oder seine Eigenschaften aus einem endlichen Ausschnitt einer Musterfolge zu
schétzen. Formal ist ein Zufallsprozef eine indizierte Zufallsvariablenschar {;}. Die Zufalls-
variablenschar ist durch einen Satz von Wahrscheinlichkeitsverteilungsfunktionen charakte-
risiert, welche ihrerseits eine Funktion des Index i sein kénnen. Bei der Verwendung eines
Zufallsprozesses als Modell eines zeitdiskreten Signals, verkniipft man den Index i mit dem
Zeitindex t. Eine einzelne Zufallsvariable &; wird durch ihre Wahrscheinlichkeitsverteilungs-
funktion beschrieben:

P, (2i,i) = Pr[& < i), (A.4)

wobei &; die Zufallsvariable bezeichnet und z; ein spezieller Wert aus dem Alphabet Q¢ von
&; sein soll.

Wenn {¢;} einen kontinuierlichen Wertebereich hat, dann kann sie durch ihre Wahrschein-
lichkeitsdichtefunktion beschrieben werden:

. aPl .’L‘i,i
(o, i) = 2PalTd) (A5)

Im folgenden sollen die wichtigsten Groflen zur Beschreibung stochastischer Signale definiert
werden:

Erwartungswerte

Obwohl die Details stochastischer Signale unvorhersagbar sind, kénnen bestimmte Durch-
schnittseigenschaften der Schar aus der Wahrscheinlichkeitsverteilung des Prozesses be-
stimmt werden, sogenannte Scharmittelwerte oder Momente.

Erwartungswert als Scharmittelwert

N
BUEO} = Jim 33 f(&) (A6)

Der Erwartungswert ist ein linearer Operator, d.h. es gilt:
E{ar+by} =aE{x}+bE{y} (A7)

Bei bestimmten Zufallsprozessen sind die Scharmittelwerte gleich den Zeitmittelwerten. Die-
se Eigenschaft wird Ergodizitit genannt.
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Allgemeiner Zeitmittelwert

N
BUGO) = fm gy 3 e ()
z.B. der “gewothnliche” Mittelwert
1 N
B(a() = Jm gy 3 a0 (A.9)
oder der quadratische Mittelwert
N
E{«*(t)} = lim_ 2N+ - Z_:N (A.10)
Fiir Zeitmittelwerte wird auch die folgende Notation verwendet:
B{z(t)} = pa = (2(t)) (A.11)
Die quadratische Abweichung des Zufallssignals vom Mittelwert heifit Varianz.
E{ (a(t) = E{z(t)})* } = 02(1) (A.12)

Die positive Wurzel der Varianz wird Streuung oder Standardabweichung (o, ) genannt.
Eine vollstéindige Charakterisierung eines Zufallsprozesses erfordert die Spezifikation aller
moglichen gemeinsamen Wahrscheinlichkeitsverteilungen. Wie bereits erwdhnt, kénnen die-
se Wahrscheinlichkeitsverteilungsfunktionen vom Zeitindex ¢ abhiingig sein (Zeitmittelwer-
te). Falls jedoch alle diese Funktionen von einer Verschiebung der Beobachtungszeitpunkte
um eine beliebige Zeit 7 = At unabhingig sind, nennt man den Zufallsprozefl stationdr.
Stationdre Prozesse sind wesentlich einfacher zu beschreiben, jedoch sind viele in der Natur
vorkommende Zufallsprozesse nicht wirklich stationér, sondern dndern sich mit der Zeit.
Solche Prozesse werden dann oft iiber einen kurzen Zeitraum als stationdr angenommen
(quasi-stationdr).

Die Erwartungswerte erster Ordnung konnen die statistischen Abhéngigkeiten die zwischen
verschiedenen Zeitpunkten ¢; bestehen nicht erfassen. Deshalb werden Erwartungswerte
zweiter Ordnung definiert, die diesen Nachteil beheben.

Ein wichtiger Erwartungswert zweiter Ordnung ist die Autokorrelationsfunktion (AKF). Sie
beschreibt Abhéngigkeiten zwischen den Werten des Signals zu zwei Zeitpunkten ¢; und ts.
Bei stationiren Signalen ist die AKF eine Funktion der Zeitdifferenz 7 = t5 — 1 :

Definition 5 (Autokorrelationsfunktion).

G2,2(T7) = E{z(t)x(t +7)}. (A.13)

Eine weitergehende Charakterisierung von stochastischen Signalen kann durch Statisken
hoherer Ordnung vorgenommen werden. Diese stellen eine Verallgemeinerung der bisher
definierten Grofien, Mittelwert und Autokorrelation, dar.

Definition 6 (Momente héherer Ordnung). Die Momente hoherer Ordnung

sind als Erwartungswerte des Produkts der Werte des Signals an mehreren Zeitpunkten de-
finiert. Bei stationdren Prozessen sind die Momente Funktionen der Zeitdifferenzen ;. So
ergibt sich beispielsweise das Moment 3. Ordnung als:

Mg(Tl,TQ) :E{.’L'(t)l'(t+T1).’L'(t+T2)}, (A14)
und analog das Moment 4. Ordnung

pa(r1,72,73) = E{z(t)z(t + 1)x(t + 72)z(t + 13)}. (A.15)
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Da sich die Momente auch als Koeffizienten einer Potenzreihenentwicklung der Verteilungs-
funktion ergeben, kann aus Messungen hinreichend vieler Momente die Dichtefunktion re-
konstruiert werden.

Die Gaufl—Verteilung wird schon durch das erste und zweite Momente (Mittelwert und Va-
rianz) vollstédndig beschrieben.

A.1.2 Mehrdimensionale Signale

Oft ist es notwendig, nicht nur Systeme mit einem Eingang und einem Ausgang zu be-
trachten, sondern auch solche mit mehreren Ein- und Ausgangssignalen. Dies erfordert die
Modellierung der Signale als mehrdimensionale Gréfien in Form von Vektoren und Matrizen.

Definition 7 (Datenmatrix). Die n x m Datenmatriz X € C**™ eines Systems ergibt
sich, wenn die m Abtastwerte, die zum Zeitpunkt t an n Ausgingen des Systems gemessen
wurden, in folgendem Schema angeordnet werden:

371(}) o m(m)
X - 1‘2:( ) xQ(TYL) (A.16)
(1) - zp(m)

Definition 8 (Signalvektor). Die n Werte eines Signals zu einem Abtastzeitpunkt t wer-
den Signalvektor x(t) genannt.

Alternativ werden zur Darstellung der Datenmatrix unterschiedliche Notationen verwen-
det, um jeweils verschiedene Aspekte in der Betrachtung hervorzuheben. So sind folgende
Schreibweisen als dquivalent anzusehen: x(t) = z;(t) =X, Vi=1...n,Vt=1...m.
Systeme, die mehrdimensionale Signale verarbeiten, bieten gegeniiber solchen die nur ein-
dimensionale Signale verarbeiten, die Moglichkeit, Beziehungen zwischen den Signalkompo-
nenten in die Analyse einzubeziehen.

Diese Beziehungen werden beispielsweise durch die Kreuzkorrelationsfunktion beschrieben.

Definition 9 (Kreuzkorrelationsfunktion). Die Kreuzkorrelationsfunktion zweier Signa-
le z1(t) und x2(t) ist definiert als:

Gz1 22 (T) = E{z1(t)z2(t + 7)}. (A.17)

Werden die Werte der aller Auto- und Kreuzkorrelationsfunktionen fiir einen festen Zeit-
punkt in Matrixform angeordnet, so ergibt sich die Korrelationsmatrix.

Definition 10 (Korrelationsmatrix). Die Korrelationsmatriz eines mehrdimensionalen,
stationdren, zeitdiskreten Signals ist der Erwartungswert des dufSeren Produktes der Daten-
matriz mit sich selbst.

¢z1,w1(7') ¢z1,zn(7')

¢zz,w1(7') ¢zz,zn(7')

Sox) = E{x(t)x"(t+7)} = (A.18)

bonon(r) o B (7)

Auf der Diagonalen der Korrelationsmatrix stehen die Werte der Autokorrelationsfunktion
zum Zeitpunkt 7. Die Werte der Kreuzkorrelationsfunktion der jeweiligen Signale zum Zeit-
punkt 7 bilden die Nebendiagonalelemente.

Wenn die gemeinsame Verteilung der Signale eine n-dimensionale Normalverteilung ist, dann
ist sie durch die Angabe des Mittelwertes und der Kovarianzmatrix (beziehungsweise der
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Korrelationsmatrix bei mittelwertfreien Signalen) schon vollstindig beschrieben. Fiir nicht
Gaufische Signale werden jedoch auch Momente hoherer Ordnung fiir eine solche Beschrei-
bung benétigt. Deshalb werden Kreuzmomente als Verallgemeinerung der Kreuzkorrelation
definiert.

Definition 11 (Kreuzmomente). Das k = (I + m)te Kreuzmoment zweier Zufallsvaria-
blen x1 und xo ist definiert als

pr = E{zl 2} Vim|(l4+m) =k (A.19)

Auch hier ist anzumerken, daf§ das Kreuzmoment 2. Ordnung mit der vorher definierten
Kreuzkorrelation fiir 7 = 0 identisch ist.

M2 = E{mi w%} = Puy 2o (0)

Aufgrund von interessanten Invarianzeigenschaften werden bestimmte nichtlineare Kombi-
nationen der Momente, sogenannte Kumulanten definiert.

Definition 12 (Kumulanten). Die Kumulanten der Ordnung 2, 3 und 4 einer mehrdi-
mensionalen Zufallsvariablen X mit Mittelwert Null sind definiert als

cuma(i, j) = E{zz;}, (A.20)
cums(i, j, k) = E{zizjzi}, (A.21)
cumy(i, j, k,1) = E{xizjere} — E{eie;}E{zx}
—E{zzp }E{z;z}
—E{z;x;}E{zz}. (A.22)

Die Kumulante 2. Ordnung ist identisch mit der Korrelationsfunktion. Fiir die Berechnung
der Kumulanten 4. Ordnung miissen das Moment 4. Ordnung und 6 Werte der Korrelati-
onsfunktion bekannt sein.

Die wichtigste Figenschaft dieser Kumulanten ist, daf} sie genau dann gleich Null sind, wenn
zwei Komponenten z;,z; statistisch unabhéngig sind. Dies wird bei der Quellentrennung
ausgenutzt.

Wichtig anzumerken ist, dafl die Kumulanten héherer Ordnung (> 2) fiir normalverteilte
stochastische Signale verschwinden und somit ein Ma8 fiir die Ahnlichkeit zu GauBschen
Signalen darstellen.

Definition 13 (Kurtosis). Die Kurtosis ist definiert als:
K = cumy(i,i,i,i) = E{z'} — 3E{z?} (A.23)

Sie beschreibt, wie stark die Dichtefunktion im Vergleich zur Gaufi—Verteilung
gewdlbt ist und wird daher auch Gaufabweichung genannt.
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A.2 Informationstheoretische Definitionen

Die zentrale Grofle in der Informationstheorie ist die Entropie. Sie ist gleichzeitig eine wich-
tige Kenngrofle eines Signals. Die Entropie ist ein Maf} dafiir, wieweit sich ein System auf
einen Zustand zubewegt hat, in dem die Unordnung maximal ist. Eine andere Interpre-
tation fiir den Zustand maximaler Unordnung ist, dal es sich um den Zustand mit dem
geringsten Informationsgehalt handelt oder um den, der von einem System mit der grofiten
Wahrscheinlichkeit eingenommen wird. Je nachdem, um welchen Kontext es sich handelt,
existieren verschiedene Definitionen fiir die Entropie. In der Informationstheorie oder der
statistischen Physik wird der Logarithmus der Wahrscheinlichkeit eines Zustandes benutzt,
und die Entropie ist eine dimensionslose Grofle. In der Thermodynamik dagegen wird die
Entropie iiblicherweise durch eine Gibbs-Gleichung definiert, bei der die Anderung der Entro-
pie durch den Quotienten einer Energie (der Wirme, die an das betrachtete System withrend
eines Prozesses iibertragen wird) und der Temperatur gegeben ist.

Fiir die Quellentrennung ist die informationstheoretische Definition, als ein Maf} fiir die
Unbestimmtheit einer Zufallsvariablen [13], von Bedeutung.

Definition 14 (Entropie). Die Entropie einer diskreten Zufallsvariablen £ iber dem Al-
phabet Q und der Wahrscheinlichkeitsdichte p(z) = Pr{ = x},z € Q ist definiert als:

ZP log, p(z (A.24)
£EQ

Sie beschreibt wieviele Bits (Zustéinde) im Mittel zur Darstellung der Zufallsvariablen (Si-
gnal) mindestens ben&tigt werden.

Beispiel 3. Die Entropie einer gleichverteilten Zufallsvariablen mit n mdglichen Realisie-
rungen, d.h. £ € [x1,22..2,], mit p(x) = L berechnet sich wie folgt:

HE=-> %log % (A.25)
3

Das wichtigste Konzept fiir statistische Verfahren zur Quellentrennung ist das der statisti-
schen Unabhingigkeit von Zufallsvariablen (Signalen).

Definition 15 (Statistische Unabhingigkeit). Zufallsvariablen z; sind
statistisch unabhdngig, wenn fir ihre Wahrscheinlichkeitsdichte gilt :

= Hpi(iﬂi)a (A.26)

wobei p(x) die Verbund- und p;(x;) die Randwahrscheinlichkeitsdichte der Signale bezeichnet.

Da in der Quellentrennung versucht wird, aus statistisch abhéngigen Signalen die unabhéngi-
gen Komponenten zu extrahieren, mufl ein Maf fiir die Abhingigkeiten von Zufallsvariablen
gefunden werden.

Definition 16 (Kullback-Leibler Divergenz). Die Kullback-Leibler Divergenz
zwischen zwei Wahrscheinlichkeitsverteilungen P und @ ist definiert als:

=> log — dP (A.27)
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Die Kullback-Leibler Divergenz ist ein Ma# fiir die Ahnlichkeit zweier Wahrscheinlichkeits-
verteilungen. Sie hat die interessante Eigenschaft nicht negativ zu sein und nur dann Null zu
werden falls P gleich Q ist. Da die Symmetrieeigenschaft nicht gilt, d.h. K(P,Q) # K(Q, P),
ist die Kullback - Leibler Divergenz kein Abstand im strengen Sinne und wird deshalb als
Pseudo-Abstand bezeichnet.

Definition 17 (Transinformation). Die Transinformation zweier Zufallsvariablen & und
v mit der gemeinsamen Wahrscheinlichkeitsdichte p(x,y) und den Randdichten p(x) und
p(y) ist definiert als:

p(z,y)
Z Z (z,y) log D@ (A.28)

CL‘EQE yeEQ,

Sie ist ein Maf} dafiir, wieviel Information iiber eine Zufallsvariable aus der Kenntnis einer
anderen Zufallsvariablen gewonnen werden kann.

Fiir den Fall, dal p(z,y) = p(x)p(y) ist, gilt I(§;v) = 0. Die Zufallsvariablen sind dann
statistisch unabhiingig. Deshalb kann die Transinformation auch als Maf} fiir statistische
Unabhégigkeit betrachtet werden.

Fiir die Quellentrennung ist der Zusammenhang von Entropie, gemeinsamer Entropie und
Transinformation von Bedeutung, der in Abbildung A.4 schematisch dargestellt ist, denn
durch die Mischung wird die Transinformation zwischen den Signalen erhéht.

H(X.Y)
/\

H(X) H(Y)

Abbildung A .4: Zusammenhang von Entropie, gemeinsamer Entropie und Transinformation, wobei
X =¢und Y = v gilt.

Definition 18 (Gemeinsame Entropie). Die gemeinsame Entropie zweier
Zufallsvariablen ¢ und v mit der gemeinsamen Wahrscheinlichkeitsdichte p(x,y) und den
Randdichten p(x) und p(y ) ist definiert als:

Z Z z,y) logp(z,y). (A.29)
z€Qe yeQ,

Definition 19 (Bedingte Entropie). Die bedingte Entropie zweier Zufallsvariablen £ und
v mit der gemeinsamen Wahrscheinlichkeitsdichte p(x,y) und der bedingten Wahrscheinlich-
keitsdichte p(z|y) ist definiert als:

Z Z z,y) logp(z|y). (A.30)

z€Qe yeQ,
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A.3 Lineare Algebra

Die lineare Algebra ist fiir die digitale Signalverarbeitung sehr wichtig, weil die zu verarbei-
tenden Daten oft in Form von Vektoren oder Matrizen dargestellt werden kénnen (Datenma-
trix). Operationen mit den Daten werden dann meist als Matrixfunktionen implementiert.
Dabei ist es vorteilhaft, dafl viele in der Signalverarbeitung gebréuchliche Matrizen, wie
beispielsweise Korrelationsmatrizen, eine spezielle Struktur mit niitzlichen Eigenschaften
haben.

Definition 20 (Symmetrische und hermitsche Matrizen). Eine Matriz A € C™*™
(A € R™*™) ist hermitsch (symmetrisch), falls gilt A" = A(AT = A).

Definition 21 (Unitire und orthogonale Matrizen). Eine Matriz Q € C™*™ (Q €
R™*™ ) ist unitir (orthogonal), falls gilt QHQ =1 (QTQ = 1), wobei I die Einheitsmatriz
18t.

A.3.1 Eigenvektorzerlegung

Matrixzerlegungen sind Zerlegungen von Matrizen in das Produkt von mehreren Matrizen,
wobei diese Matrizen spezielle Eigenschaften beispielsweise hinsichtlich Orthogonalitét oder
Struktur haben.

Ein Eigenvektor der Matrix A definiert einen eindimensionalen Unterraum des C**", der
beziiglich der Multiplikation mit A invariant ist.

Definition 22 (Symmetrische Eigenwertzerlegung). Die EWZ (Eigenwertzerlegung)
einer hermitschen Matriz A ist durch die Matrizzerlegung A = QAQH definiert, wobei
Q € C*" eine unitire Matriz ist, die die Figenvektoren von A als Spalten enthdilt und

A1 0
A= { Ay } eine Diagonalmatriz ist, die die reellen Eigenwerte von A enthdlt.
0 An

Mit dieser Definition ist noch keine Methode angegeben wie diese Zerlegung berechnet wird.
Es existieren viele Verfahren, wie beispielsweise der QR—Algorithmus oder die inverse Potenz-
methode, um die Eigenwerte und die zugehorigen Eigenvektoren einer Matrix zu berechnen,
die hier aus Platzmangel nicht im Detail beschrieben werden kénnen.

Es sei deshalb auf die Literatur verwiesen. Eine gute Ubersicht bieten die Standardwerke
von Wilkinson und Reinsch [48] oder von Golub und van Loan [19].

Es gibt auch bereits zahlreiche Implementationen der Eigenwertzerlegung, z.B. im EISPACK-
oder LAPACK- Programmpaket, auf denen auch die MATLAB Funktion zur Eigenwertbe-
rechnung basiert.
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Anhang B

Implementation

Fiir die Experimente zur Quellentrennung wurde das weitverbreitete Programmsystem MAT-
LAB eingesetzt. MATLAB ist eine matrixorientierte Programmiersprache, die fiir numeri-
sche Simulationen und Visualisierung hervorragend geeignet ist.

“ The central data construct in MATLAB is the numeric array, an ordered
collection of real or complex numeric data with two or more dimensions. The
basic data objects of signal processing (one-dimensional signals or sequences,
multi-channel signals, and two-dimensional signals) are all naturally suited to
array representation.” [33]

Die Hauptdatenstruktur von MATLAB, das numerische Feld, eignet sich besonders gut
zur Reprisentation, der in der Quellentrennung verarbeiteten mehrdimensionalen Signale.
Die umfangreichenFunktionsbibliotheken (unter anderem zur Eigenwertzerlegung, Filterung
und Fouriertransformation) kénnen in eigenen Routinen benutzt (oder erweitert) werden
und ermoglichen so eine schnelle Umsetzung mathematischer Verfahren. Die Losung vieler
numerischer Aufgaben ist damit in einem Bruchteil der Zeit moglich, die bei Verwendung
von Fortran oder C aufgewendet werden miifite, da die interne Codierung sorgfiltig in C
optimiert wurde.

Die Algorithmen zur Quellentrennung wurden deshalb in MATLAB implementiert. Auch
die Testdaten wurden mit MATLAB-Funktionen generiert, bzw. aus Sounddateien (wave
files) importiert. Samtliche Diagramme und Funktionszeichungen entstanden mit den in
MATLAB vorhandenen Graphikfunktionen.

Ein weiterer Vorteil von MATLAB ist die Plattformunabhiingigkeit, d.h. die problemlose
Portierbarkeit der MATLAB-Programme auf verschiedene Betriebssysteme und Rechner-
architekturen. Mit Hilfe des MATLAB-Compilers lassen sich MATLAB-Programme sehr
einfach in C-Quellprogramme iibersetzen, aus denen dann mit einem herkémmlichen C-
Compiler Programmcode fiir den jeweiligen Prozessortyp erstellt werden kann. Dadurch
wird auch die Ausfithrungsgeschwindigkeit eigener MATLAB-Funktionen stark erhoht.
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