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Anwendung #1: Softsensorik
Beispiel: Butadien-Anlage DOW Schkopau
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Anwendung #2: Zustandsüberwachung
Beispiel: BKS-Brenner der GETEC Heat & Power AG

Zeit

Experiment

Soll-Zustand

Brenner verschmutzt
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Anwendung #3: Vorausschauende Instandhaltung
Beispiel: Granulieranlage (IPT Pergande GmbH)
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Anwendung #4: Lastprognose
Beispiel: Semi-Batch
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Datenintegration für Anlagensicherheit
Betrieb, Instandhaltung, Inspektion

Quelle: www.docplayer.org
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Datenintegration für Instandhaltungs-Assistenz



9
© Fraunhofer IFF  2017 JAHRE

Datenintegration zur Prozessoptimierung
biologisch plausible neuronale Netzwerke
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11

• Steigende Dimensionalität und Komplexität der Daten

• Unterstützung der Experten durch die KI (Statistik, automatisierte Tests)

• Expertenwissen verlagert sich in Bestimmung der Einflussgrößen und Anwendung der KI 

KI – Anwendung für die Industrie
Evolution der Datenverarbeitung

durch Experten Regeln von Experten

Einflussgrößen 
Vorverarbeitung

Analyse, Prognose

Steuerung 
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Klassische Prozess- und Steuersysteme

durch Experten + KI
KI (Training durch 

Beispiele)

Maschinelles Lernen (Künstliche neuronale Netzwerke)

KI (Training durch Beispiele)

Deep Learning Netzwerke

Expertenwissen 

Trainingsdaten

Heute

In 10 Jahren

Prozess KI 

Morgen
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Schritte zur Datenvorverarbeitung

 Fehlerkorrektur 

 Ausreißer

 Fehlende Werte 

 Unterschiedliche Zeitstempel

 Filterung

 Rauschunterdrückung

 Transformationen (PCA, LDA, Wavelet, …)

 Bestimmen von Einflussgrößen (Kennwerte)

 Auswahl von Kanälen

 Verknüpfung von Daten (bekannte abgeleitete Größen, a-priori Wissen)

 Dynamik der Daten (Ableitungen, gleitende Mittelwerte, 
Verzögerungen)

Datenvorverarbeitung 
Übersicht
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Analoge Signale

 Minima, Maxima, Mittelwerte, Median, Ableitungen, Histogramme

 FFT, Autokorrelation  

Status (binäre) Signale

 An/Aus Zeit, Anzahl Schaltvorgänge/Zeit

 Lauflänge: Minima, Maxima, Mittel …

Zwischen Signale

 PCA, LDA - Plots

 Korrelationen

 Transinformation 

Datenvorverarbeitung
Hilfsmittel zur Datenauswahl – Visualisierung 
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Maschinelles Lernen – Künstliche Neuronale Netzwerke
Zwei Haupttypen künstlicher Neuronen

1) Perzeptron
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Maschinelles Lernen – Künstliche Neuronale Netzwerke
Zwei Haupttypen künstlicher Neuronen

2) Prototyp Neuron
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 Regression (Eingangs- und Ausgangswerte)

 Softsensor, Vorhersage, Simulation

 z.B. MLP, RBF, …

 Klassifikation (Eingangs- und Ausgangswerte)

 Softsensor, Fehlererkennung

 Gut/Schlecht Entscheidung 

 z.B. SVM, MLP, RBF, NN, 
Decision tree, Deep Learning, …

 Clustering (Klassen finden)

 Sind Klassen in hochdimensionalen 
Daten vorhanden?

 Datenkompression

 z.B. NG, SOM, …

Maschinelles Lernen – Künstliche Neuronale Netzwerke
Grundtypen nach Funktionalität

Ergebnis

Feature

Feature 2

Feature 1

K1

K2

Feature 2

Feature 1

K1

K2

I: kontinuierlich

O: kontinuierlich

Datentypen

Ein- und Ausgang

(supervised)

Nur Eingangsdaten

(unsupervised)

Trainingsdaten

Ein- und Ausgang

(supervised)

I: kontinuierlich

O: diskret

I: kontinuierlich

O: diskret
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KI – Anwendung für die Industrie
Modellerstellung
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Adaptation

Multivariante Statistik

Neuronale Netze
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…

Klassifikation/

Regression

Skalieren

Normalisieren 

PCA
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…

Vorverarbeitung
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Overfitting Problem – Validieren des Modells

 Anzahl der Trainingsdaten vs. Komplexität des Modells

 KNN soll Funktion lernen, nicht die Trainingsdaten (auswendig)

1. Aufteilen in Trainings- und Testdaten (zufällig oder Gruppierung)

2. Kreuzvalidierung (zufällige oder Gruppierung)

KI – Anwendung für die Industrie
Zuverlässigkeit der Ergebnisse – Generalisierung 

Training 

Data

Validation 

Data

70% 30%

Set 1

Jeweils ein Set zur Validierung, alle anderen zum Training

Set 2 Set 3 Set 4 Set 5

• Es sind ausreichend Trainingsdaten vorhanden

• Das Modell generalisiert das Problem
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Stabilitätsproblem

 unbestimmte Ergebnisse bei Daten in nichttrainierte Bereichen

 Sensorausfall oder Sensorfehler  

 Ungewöhnliche (nicht traininierte) Betriebszustände

 Abhilfe: Test ob Daten innerhalb trainierten Bereichs

 Grenzwerte (für einzelne Sensoren)

 Prototyp Netzwerk (z.B. NG) für hochdimensionale Trajektorien

 Nachführen bei leichter Drift

KI – Anwendung für die Industrie
Zuverlässigkeit der Ergebnisse – unbekannte Eingänge 

Sensors

Eingangs-
validierung

Softsensor

Model

Steuerung
Fehlersignal

Fehlersignal
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Folie 21

Software Bibliothek “MLRecall“

Eingangs-

daten
Ausgangs-

daten

MLRecall
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Model.xml

MLRecall - Machine Learning Recall

DLL (optional mit Dongle) oder Docker 

(optional verschlüsselt, 
mit Dongle)

Multivariante Statistik

Neuronale Netze

SVM

…

Recall / Adaption

Skalieren

Normalisieren 

PCA

LDA

…

Vorverarbeitung

Nichtlin. Methoden

Ergebnispräsentation

Bereiche
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Dynamik

…
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Decision trees

Deep Learning nets
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Gliederung
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Ausblick

 neue Entwicklungen

 Einbindung von Erfahrungswissen in Datenanalysen

 Deep Learning

 Analyse heterogener Daten

 Einbindung in Lehre

 Detaillierung der VDI-Richtlinie (für welche Anwendung welche Methodik 
sinnvoll):

 Softsensorik

 Prozessmodell für APC / online-Optimierung

 Vorausschauende Instandhaltung

 Lastgang-Forecast

 Process Safety
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Ausreißer erkennen und bearbeiten

 Quellen 

 Sensorfehler 

 Übertragungsfehler 

 Rauschen

 Erkennen (Heuristiken)

 Schwellwerte (3x Standardabweichung)

 Gleitender Mittelwert der Umgebung

 Mögliche Aktionen

 Markieren als Ausreißer

 Rekonstruieren aus den Nachbarwerten

 Löschen des Zeitstempels

Datenvorverarbeitung 
Fehlerkorrektur
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Einflussgrößen 

 Signale jedes Zeitstempels – Vektor von Einflussgrößen 

 Dynamik der Daten  

 Vektoren mehrerer Zeitstempel 

 Zusätzliche Kanäle mit aggregierten oder verzögerten Signalen 

Datenvorverarbeitung
Von Signalen zu Merkmalen (Einflussgrößen)
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Digitale Signale – Digitale Merkmale

 digital (Modes des Modells)

 Kombinationen von Kanälen (Logische operationen)

Digitale Signale – analoge Merkmale

 Zeit nach letzter Änderung (linear, nichtlinear)

 Time zur nächsten Änderung (als Zielwert für eine Vorhersage)

 …

Datenvorverarbeitung
Von Signalen zu Merkmalen (Einflussgrößen)

Signal

Zeit nach letzter Änderung (fallende Flanke)
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Datenvorverarbeitung
Verwendete Merkmale (Beispiele)

Flüssigkeits
druck

Druck der 
Druckluft

Durchfluss
menge,
Flüssigkeit

Zeit

Zeit

Zeit

Signale

Zeit

Zeit

Zeit

Gauß

Filter

Zeit

Zeit

Zeit

1. 

Ableitung

Zeit

Zeit

Zeit

2.

Ableitung



29
© Fraunhofer IFF  2017 JAHRE

 Multi Layer Perzeptron

 Einfach zu Verwenden, Supervised Lernen, 

 Viele optimierte Trainingsverfahren

 Parameter schwer zu interpretieren

 Ausreißer schwer zu erkennen

Maschinelles Lernen – Künstliche Neuronale Netzwerke
Zwei Haupttypen künstlicher Neuronen

Beispiel: MLP (Multi Layer Perceptron)

x1

x2

x3

y2

y1

y3

y4

3 Schichten MLP
2x

1x

3 Schichten MLP

2 Schichten MLP
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1
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= 1

= 0
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y2* > 

0
z

y3* > 0
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Maschinelles Lernen – Künstliche Neuronale Netzwerke
Zwei Haupttypen künstlicher Neuronen

Beispiel: SOM - Self organizing map (Selbstorganisierende Karte)

x1

x2

x3

Eingangsschicht

Zwei dimensionale Kohonen Schicht
Unsupervised learning

 Prototype Netzwerke

 Supervised/unsupervised learning

 Parameter (Gewichte) einfach zu interpretieren (Positionen, Arbeitspunkte)

 Ausreißer einfach zu erkennen (große Distanz zum Prototyp)

 Weitere Beispielnetzwerke: LVQ, RBF, NG

2x

1x


